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Abstract. Instance-Based Learning (IBL) is a research area of Machine
Learning (ML) that investigates the use of supervised ML algorithms that do
not generalize the training set as usually ML algorithms do. Instead, the gen-
eralization process happens during the classification phase, when a new data
instance should be classified, based on the stored training set. One of the
problems associated with IBL algorithms is related to the volume of instances
to be stored, which also causes, as a side effect, an increase in the processing
time associated with the classification process. One of the strategies used to
reduce storage volume and improve classification time is based on the concept
of local set. This article addresses IBL algorithms in general and discusses the
relevance of local sets in the context of automatic learning using IBL,
focusing on the nearest neighbor (NN) algorithm, which is one of the most
widespread algorithms of the ABI paradigm for the new instance classification
task.

Resumo. Aprendizado Baseado em Instancias (ABI) é uma area do Aprendi-
zado de Maquina (AM) que investiga o uso de algoritmos de AM supervisio-
nados que ndo realizam o processo de generalizagdo, a partir do conjunto de
treinamento. O processo de generalizagdo acontece na fase de classificagdo,
quando o algoritmo deve classificar uma nova instancia, considerando o con-
Jjunto de treinamento armazenado. Um dos problemas associados a algoritmos
ABI esta relacionado ao volume de instancias a ser armazenado que, também,
provoca como efeito colateral o tempo de processamento associado a classifi-
cagdo de novas instancias. Uma das estratégias utilizadas para reduzir o vo-
lume de armazenamento e melhorar o tempo de classificagdo é subsidiada pe-
lo uso de conjunto local. Este artigo aborda algoritmos ABI em geral e discute
a relevancia de conjuntos locais no contexto de ABI, com foco no algoritmo
vizinho mais proximo (NN), que é um dos algoritmos mais difundidos do pa-
radigma ABI para a tarefa de classifica¢do de novas instancias.

1. Consideracoes Iniciais

Dentre os varios grupos de algoritmos de aprendizado de maquina (AM) supervisiona-
do, aquele constituido por algoritmos baseados em instancias (ABI) ¢ caracterizado por
reunir algoritmos que armazenam as instancias do conjunto de treinamento (CT), sem
que antes tenha sido feito qualquer procedimento de generalizacdo dessas instancias.
Em muitos dominios de conhecimento, entretanto, dependendo do volume do CT, o
processo de armazenamento requer um espaco em memoria consideravel que, nem sem-
pre, esta disponivel.
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Algoritmos de ABI ndo generalizam o CT em expressdes que representam as ins-
tancias do conjunto, como usualmente a maioria dos algoritmos de AM faz. Via de re-
gra o chamado 'conceito aprendido’, para algoritmos ABI, consiste no proprio CT forne-
cido. O processo de generalizagdo realizado por tais algoritmos ¢ adiado até o momento
em que uma nova instancia de dado, de classe desconhecida, precisa ser classificada. No
caso de algoritmos ABI, a tradicional 'fase de aprendizado' usualmente realizada por
algoritmos de AM se resume apenas no armazenamento do CT.

Como destacado em [Mitchell 1997], o ABI inclui métodos de classificacdo ¢ de
regressao localmente ponderada de acordo com o(s) vizinho(s) mais proximo(s) e assu-
mem que instancias podem ser representadas como pontos em um espaco euclidiano,
também incluem métodos de raciocinios baseado em casos (CBR) que usam representa-
¢oes simbolicas mais complexas para as instancias.

O algoritmo NN (Nearest Neighbor) [Cover & Hart 1967] ¢ um dos algoritmos
mais utilizados de ABI para tarefa de classificagdo de novas instancias, tal processo de
classificagdo ¢ feito por uma varredura do CT armazenado, com o objetivo de identificar
a instancia armazenada que seja mais 'similar' @ nova instancia. Uma vez identificada tal
instancia, a sua classe € atribuida a nova instancia.

Se por um lado esse fato pode ser considerado vantajoso, uma vez que o tempo
investido € apenas o tempo gasto no armazenamento, por outro, 8 medida que o volume
de instancias de treinamento cresce, as exigéncias para armazenamento de tal conjunto
também crescem. O custo computacional envolvido na classificagdo de uma nova ins-
tancia estd fortemente relacionado ao volume do CT e, em uma situagdo em que tal vo-
lume ¢ alto, o uso de ABI em tarefas de classificacdo pode ser desvantajoso, devido ao
alto tempo envolvido.

Na literatura podem ser encontradas inimeras referéncias que tratam de ABIs.
Particularmente, fundamentais a qualquer pesquisa envolvendo ABIs sdo os trabalhos
classicos na area; entre eles estdo [Aha et al. 1991] [Aha 1992] [Cover & Hart 1967]
[Hart 1968].

2. Os Algoritmos Classicos de ABI

Um dos algoritmos bésicos de ABI ¢ o NN que, além de ter sido pesadamente utilizado
nos mais variados dominios de conhecimento, desde a sua proposta até os dias de hoje,
foi também inspirac¢do e base para muitos outros algoritmos ABI que se seguiram desde
entdo.

Devido ao fato do algoritmo NN requerer uma capacidade de armazenamento alta,
ele se torna ndo atrativo em muitas aplica¢cbes do mundo real. O algoritmo Condensed
Nearest Neighbour (CNN) [Hart 1968] foi proposto com o objetivo de reduzir o conjun-
to de instancia armazenado, preservando apenas instancias do CT que discordam da
classificacdo de seu vizinho mais proximo. Essa técnica de selecdo de instancias é co-
nhecida como condensacgdo. Gates em [Gates 1972] comenta que uma possivel diminui-
cao em eficiéncia (devido a redugdo do volume de instancias armazenadas) do CNN
pode ser compensada pelo menor espaco de armazenamento que o algoritmo requer,
bem como pelo menor tempo de classificagéo utilizado pelo algoritmo, dado que busca
a instancia 'similar' em um conjunto de instancias bem menor.
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O algoritmo Reduced Nearest Neighbour (RNN) [Gates 1972] foi proposto como
uma extensdo do CNN, que ainda mantém o mesmo objetivo, i.e., reduzir o conjunto de
instancias a ser armazenado. O RNN tem como primeiro passo a execugédo do algoritmo
CNN em um conjunto original de instancias. O conjunto reduzido, retornado pelo CNN
é, entdo, em um segundo passo do RNN, entrada para um processamento adicional, que
busca reduzir esse conjunto, removendo todas as instancias que concordam com a clas-
sificacdo de seu vizinho mais proximo.

Outra técnica de selecdo de instancias, conhecida como edigdo, € proposta pelo
algoritmo Edited Nearest Neighbor (ENN) [Wilson 1972]. A edicdo de instancias do
ENN busca eliminar as instancias que discordam da classificagdo de seus vizinhos mais
préximos e, neste contexto, tem o foco em preservar a precisao de classificacdo e, ge-
ralmente, reduzem muito pouco o volume de instancias original. Algoritmos como o
ENN e seus derivados, normalmente, sdo utilizados como filtro para instancias com
ruido em uma etapa de pré-processamento para outros algoritmos ABI.

Uma pesquisa relevante, com a finalidade de explorar os limites em ABI sdo os
algoritmos pertencentes a familia Instance-Based Learning (IBL), que constituem um
conjunto de algoritmos IBI i.e., os algoritmos nomeados de IB1, IB2, IB3, IB4 ¢ IBS,
propostos em [Aha et al. 1991] [Aha 1992]. Cada um deles pode ser considerado uma
variante do algoritmo IB1. O IB1 pode ser caracterizado como uma versdao do NN em
que a cada instancia foi associado um registro de desempenho em classificagcdes anterio-
res, quando do armazenamento do conjunto de treinamento como expressdo do concei-
to.

O algoritmo IB2 explora a abordagem baseada em instancia do ponto de vista de
reducdo do volume de instancias, armazenando apenas as instancias que discordam da
classificacdo de seu vizinho mais proximo. Assim sendo, pode ser considerado uma
variante do algoritmo CNN. O algoritmo IB3 € uma variante do IB1 proposto com o
intuito de explorar o impacto de ruidos nas instancias no resultado da classificacao e,
também, como uma tentativa de reduzir a sensibilidade do algoritmo IB2 a instancias
com ruido. O IB4 é uma variante do IB3 que busca contornar a sensibilidade a atributos
irrelevantes na descricdo das instancias de dados e, finalmente, o IB5 é uma variante
que busca explorar as possibilidades de um algoritmo IBI de considerar a introducdo de
novos atributos nas descri¢fes das instancias de dados.

3. Conjunto Local e Seu Uso no Processo de Reduciao do Volume de Ins-
tancias em ABI

Uma maneira de tornar o ABI factivel em dominios de conhecimento com um alto vo-
lume de instancias de treinamento € por meio de um processo de redugdo do conjunto de
instancias disponibilizado, de maneira que sejam armazenadas apenas aquelas instancias
de dados consideradas efetivamente relevantes ao conceito representado pelo CT. No
que segue ¢ apresentado o uso do conceito de conjuntos locais por algoritmos ABI com
vistas a reducdo do volume de instancias de dados armazenadas.

3.1 Conjuntos Locais (CL) — Conceituacio

Considere um conjunto de instancias de dados X. O conjunto local (CL) de uma instan-
ciax € X ¢ definido como segue. Seja y a instancia mais proxima de x, com classe dife-
rente da classe de x e que d = distancia(x, y). O conjunto local de x (CL(x)) ¢ o conjunto
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de todas as instancias de X que estdo a uma distancia de x menor ou igual a d. A Figura
1 mostra o conjunto de instancias {xi, x2, X3, x4, x5, X¢} € exemplifica o conjunto local
associado a instancia x2, sendo xs a instdncia mais proxima de x cuja classe ¢ diferente
da classe de x».
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Figura 1 Conjunto local da instancia x,. Em que, d é a menor distancia de x, a instancia mais proé-
xima de classe diferente, representada por xz, e CL(x;) = {x4, x5, x3}.

O conceito de CL na classificagdo de novas instancias de acordo com o vizinho
mais proximo, apresentado em [Brighton 1996], é adaptado de um sub-paradigma de
ABI conhecido como CBR (Case Based Reasoning) [Smyth & Keane 1995], em que
um caso i.e.,, uma instancia com informacdes adicionais, pode ser excluido se houver
outros casos que sobreponham sua informagao no contexto geral.

3.2 O Uso de Conjuntos Locais em ABI

Uma caracteristica comum em ABI ¢ representar as » instancias de um conjunto de trei-
namento como pontos em um espaco m-dimensional, em que m ¢ o numero de atributos
que descrevem cada instancia deste conjunto. O conceito de CL refor¢a essa nogao in-
tuitiva, considerando que CLs representam hiperesferas que delimitam instancias que
tém a mesma classe, fornecendo assim uma descricao de como as instancias estao dis-
postas nos subespacos que delimitam no espago m-dimensional associados as suas clas-
ses [Caises et al. 2011].

O processo de identificagdo de ‘vizinhanga’ de uma instancia pode ser calculado
com um baixo custo computacional, tendo uma complexidade da ordem de O(mxn)?,
considerando que informagdes podem ser facilmente obtidas no calculo da matriz de
distancias, inerente do paradigma ABI.

A primeira proposta de algoritmo a utilizar a estratégia de CL para redugado de ins-
tancias foi apresentada em [Brighton & Mellish 1999]. O algoritmo, denominado como
ICF (Iterative Case Filtering), apds uma etapa de pré-processamento no ENN, descarta
toda instancia x, em que a cardinalidade do CL(x) for maior que a cardinalidade do
CB(x), sendo CB o conjunto de todas as instancias que tem x em seus respectivos CLs,
i.e. a cobertura de x. Os resultados obtidos com o algoritmo ICF atingiram média de
precisao de classificagdo superior ao NN e demonstraram bom critério para remog¢ao de
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instancias supérfluas, que sdo instancias que pouco contribuem na classificacdo de no-
vas instancias [Brighton & Mellish 2002].

Além da remocao de instancias supérfluas, os CLs também podem ser utilizados
para auxiliar na remocao de instancias com ruido, e.g., instancias com ruido tendem a
ter CL unitario. Neste contexto algoritmos ABI que utilizam o conceito de CL podem
auxiliar na etapa de pré-processamento, como filtro para instdncias indesejaveis, das
quais a maioria dos algoritmos de selecdo de instancias nao sao capazes de lidar, como ¢
o caso do algoritmo LSSm (Local Set-Based Smoother) [Leyva et al. 2015].

Também podem ser empregados em estratégias mais extremas de redugdo do nu-
mero de instancias em relacdo ao conjunto original, mantendo apenas representacdes do
centro de cada CL. O MRT (Medoid Retention Technique) [Caises et al. 2011] e o
LSCo (Local Set-Based Centroid Selector) [Leyva et al. 2015] sdo exemplos de algo-
ritmos que fazem uso dessa estratégia.

O conhecimento do CL de cada instancia pode auxiliar também em algoritmos
que buscam obter uma boa redugdo no volume de instdncias sem perder precisdo de
classifica¢dao em relagdo ao conjunto original. Como ¢ o caso do algoritmo LSBo (Local
Set Border Selector) [Leyva et al. 2015] que mantém apenas as instancias de borda do
CL, i.e., instancias com CL de menor cardinalidade. Por se tratar de uma estratégia de
selecdo de instancias sensivel a ruidos, o algoritmo LSBo necessita de uma etapa de pré-
processamento com o algoritmo LSSm.

4. Consideracoes Finais

Este artigo tem por foco algoritmos de aprendizado baseado em instancias (ABI) e, par-
ticularmente, algoritmos que fazem uso do conceito de conjuntos locais para promover
tanto a reducdo do conjunto de treinamento armazenado quanto a preservagao, ou mes-
mo melhoria, da precisdo de classificacdo do algoritmo NN.

Neste contexto biobjetivo, os algoritmos que fazem uso do conceito de conjuntos
locais apresentam propostas complementares, facilmente adaptaveis de acordo com o
problema proposto. Caracteristica ndo apresentada por algoritmos tradicionais de sele-
¢do de instancias para o NN.

O custo computacional, para o calculo do conjunto local de cada instancia, € prati-
camente 0 mesmo do requerido pelo algoritmo NN, que pode ser considerado um de-
sempenho eficiente dentre os algoritmos de ABI. Além do que, uma vez calculado os
CLs, as informacdes obtidas podem ser utilizadas tanto para o objetivo de reducdo do
volume de instancias quanto para a eliminacdo de instancias indesejaveis, visando au-
mentar a precisao de classificacdo. Uma vantagem consideravel para explorar diferentes
solugBes com um custo computacional factivel.
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