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Resumo: O k-NN — k-Nearest Neighbors — é um algoritmo utilizado em aplica¢ées de Aprendizado
de Maquina que envolvem, entre outras, reconhecimento de padrées, mineracdo de dados e raciocinio
automatizado. Tendo como entradas uma instancia x e um inteiro k > 1, o k-NN envolve um processo de
busca de k instancias mais similares a instancia x em um conjunto T de N > 1 instancias definidas por D >
1 dimensoes. Quando T possui grande numero de instancias e/ou grande dimensionalidade tal processo de
busca tende a consumir muito tempo devido, principalmente a calculos de fungoes de similaridade entre
instancias, geralmente utilizando a métrica descrita pela distancia euclidiana entre instancias. Diversas
propostas tém sido feitas para reduzir o tempo de busca do algoritmo k-NN. Este trabalho relata os esfor¢os
de investigar algoritmos que objetivam reduzir o tempo de busca do algoritmo k-NN e apresentar uma
proposta de um novo algoritmo, denominado kM+~+kNN, que utiliza o conceito de desigualdade triangular
para reduzir o tempo de busca do k-NN. O algoritmo kM+~+kNN é comparado, em experimentos de medida
da economia do numero de calculos func¢oes de similaridade entre instdncias e de tempo de busca, com
algoritmos atualmente considerados rapidos e que tambem utilizam o conceito de desigualdade triangular

para acelerar a busca do algoritmo k-NN.

Palavras-chave: k-NN, k vizinhos mais proximos, busca rapida, desigualdade triangular.



Abstract: The k-NN — k-Nearest Neighbors — is an algorithm used in Machine Learning
applications such as pattern recognition, data mining and automated reasoning. Having as inputs an
instance x and an integer k > 1, the k-NN searches for k similar instances to the instance x in a set T of N >
1 instances with D > I dimensions. When T has many instances and/or with large dimensionality, this search
process tends to consume a lot of time, due to calculations of similarity functions between instances. Several
proposals have been made to reduce the search time of the k-NN algorithm. This work reports the efforts to
investigate algorithms, that aim to reduce the search time of the k-NN algorithm, and present a proposal for
a new algorithm, called kM++kNN, which uses the concept of triangular inequality to reduce the k-NN
search time. The kM++kNN algorithm is compared, in experiments to measure the economy of calculations
of similarity functions between instances and search time, with algorithms currently considered fast and

which also use the concept of triangular inequality to speed up the search of the algorithm k-NN.

Keywords: k-NN, k-nearest neighbors, fast search, triangle inequality.
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Descricao
ANN (Approximate Nearest Neighbor), refere-se a algoritmos que buscam acelerar a fase de

busca do algoritmo £-NN utilizando métodos aproximados, isto ¢, aceleram a fase de busca do
k-NN renunciando a busca exata de k instdncias em um conjunto de instancias mais similares a
uma instancia x.

ENN (Exact Nearest Neighbor), refere-se a algoritmos que buscam acelerar a fase de busca do
k-NN entregando os mesmos resultados que o algoritmo £-NN entregaria.

IDE (Integrated Development Environment), ¢ uma expressao utilizada para descrever um
ambiente de desenvolvimento de software que integra diversas ferramentas tais como editor
de textos, compilador, depurador, etc..

Conjunto de treinamento.

Dimensdo do conjunto 7 (ou seja, nmamero de atributos que descrevem as instancias).

Numero de instancias de 7.

Numero de grupos em 7.

Instancia de busca.
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Capitulo 1
Introducao

Este capitulo descreve o objeto de estudo deste trabalho e o situa em rela¢do ao corpo
de conhecimento ao qual ele se insere. Este trabalho é sobre o algoritmo k-NN (Cover &
Hart, 1967), especificamente no que diz respeito a contribuicées para a melhoria de
desempenho de tempo durante a fase de busca realizada pelo algoritmo. Muitas
contribui¢oes tém sido feitas para isto, mas estas contribui¢oes podem ser organizadas
em algumas poucas categorias no que se refere as técnicas utilizadas para a melhoria do
desempenho da fase de busca. Assim, a Se¢do 1.1 contéem uma revisdo literaria de
contribui¢oes e uma categorizagdo destas contribuigcoes. A “regido” dentro do “mapa
de contribui¢oes” onde se situa o interesse deste trabalho é estabelecida ao final da
Secdo 1.1. O problema que motiva este trabalho é o da alta complexidade computacional
da fase de busca do algoritmo k-NN. A Sec¢do 1.2 analisa a principal causa desta
complexidade computacional e argumenta que esta complexidade, embora seja
polinomial, é inaceitavel em aplica¢oes envolvendo grande numero de instancias. Os
objetivos e as contribuigoes deste trabalho sdo declarados na Se¢do 1.3. Por fim, a Se¢do

1.4 informa sobre como esta disserta¢do de mestrado estd organizada.
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1.1 — Contexto da Pesquisa

O algoritmo k-NN (Cover & Hart, 1967) — do inglés k-nearest neighbor — ¢ amplamente
empregado na area de Aprendizado de Maquina pela sua simplicidade, efetividade e por
inimeras aplicagcdes praticas em diversas areas do conhecimento, tais como
reconhecimento de padrdes (Glowacz & Glowacz, 2016), raciocinio automatizado
(Gerhana et al., 2017), deteccdo de ruido em dados (Angiulli, Basta &. Pizzuti, 2006),
enfim, a todo um universo de aplica¢des que necessitam, genericamente, de processos de
classificagdo ou de regressdo. A notoriedade deste algoritmo extrapola os limites da
pesquisa cientifica e da engenharia de produtos inteligentes, frequentando artigos
dirigidos ao publico geral, e sendo considerado um dos dez principais algoritmos da area
de Aprendizado de Maquina deve conhecer (GeeksforGeeks, 2021; Le, 2021; ProjectPro,
2021).

Sobre este trabalho, cabe uma importante ADVERTENCIA. Este trabalho nio ¢
sobre aprendizado supervisionado ou aprendizado ndo supervisionado. Este trabalho ¢é
sobre complexidade de algoritmos. O foco deste trabalho estd na melhoraria da

complexidade de tempo da busca do algoritmo A-NN.

O algoritmo £-NN ¢ descrito na literatura, a exemplo do que faz Mitchell (1997), como
um algoritmo da categoria denominada “baseada em instancias”. Tal algoritmo ndo
demanda nenhum procedimento para treinamento a fim de induzir um modelo genérico
para a busca de uma instincia' x em um conjunto de instancias 7, de modo que o proprio
conjunto 7 pode ser considerado o conjunto de treinamento 2do algoritmo. A inclusdo de
uma nova instancia no conjunto 7 nao requer nada além da propria inclusdo da instancia
em 7. Tendo por referéncia uma fungdo de similaridade entre instancias e, como entradas
uma instancia x € um inteiro k£ > 1, o algoritmo £-NN realiza uma busca exaustiva das k&
instancias mais similares a instdncia x em um conjunto de instancias 7, contendo N > 1

instancias em um espago de D > 1 dimensdes?.

' A definigdo de instincia sera abordada no Capitulo 2.

2 Em aprendizado supervisionado, um conjunto de treinamento é um subconjunto de instincias utilizado
para induzir um modelo. Nao sendo o aprendizado supervisionado foco deste trabalho, basta o leitor se
atentar que o conjunto de instdncias serd o proprio conjunto de treinamento para fins do entendimento do
que este trabalho propde.

* Dimensdo refere-se ao numero de atributos de uma instancia. Este e outros conceitos correlatos estdo
definidos no Capitulo 2.
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Quando usado em processos de classificacdo, o mecanismo de funcionamento do A-NN ¢
bastante simples e consiste apenas em computar o valor da similaridade de uma instancia
x a cada uma das instancias em 7, selecionar as k instancias mais similares a x e, com base
nas classes das instancias selecionadas, calcular uma classe como resposta ao processo de
classificagdo, geralmente pela regra da maioria dos votos. Contrapde-se a esta
simplicidade o alto custo computacional do processo de busca exaustiva no conjunto de
instancias 7, principalmente em aplicagdes com grande nimero de instdncias com alta

dimensionalidade.

Muitas propostas para acelerar o mecanismo de busca do algoritmo A-NN tém sido feitas.
De forma geral tais propostas podem ser classificadas em duas categorias, aqui

denominadas pelas siglas ANN e ENN.

A categoria ANN (Approximate Nearest Neighbor) engloba algoritmos (e.g., Wang, Pan
& Li, 2019; Andoni & Indyk, 2006) que propdem acelerar o processo de busca do &-NN
sacrificando a precisdo dos resultados. Algoritmos desta categoria buscam um
compromisso entre a eficiéncia e a precisdo dos resultados da busca. Tais algoritmos
assumem, por principio, que as instancias mais similares computadas podem ndo ser as
mesmas identificadas pelo algoritmo A-NN, mas que os resultados obtidos compensam na

pratica o ganho de tempo no processo de busca.

Algoritmos da categoria ENN (Exact Nearest Neighbor) (e.g., Xueyi, 2012) objetivam
acelerar o processo de busca do A&-NN sem perder a precisdo dos resultados, entendendo-
se por “precisdo” que tais algoritmos propdem processos de célculo que resultam nos
mesmos resultados que seriam obtidos com o algoritmo A-NN. Muitas propostas de
algoritmos desta categoria realizam um pré-processamento do conjunto de instancias
como meio de melhorar a eficiéncia do processo de busca. Duas subcategorias de
algoritmos ENN se destacam: a subcategoria dos algoritmos baseados em arvores e a

subcategoria dos algoritmos baseados em grupos.

Os algoritmos da subcategoria baseada em arvores constroem arvores na fase de pré-
processamento para mapear o espago do conjunto de instancias e, com isto, melhorar a
eficiéncia da busca. A ideia ¢ a de que o percurso na arvore construida na fase de pré-
processamento acelere o processo de busca exata de instancias na fase de busca. KD-tree
(Sproull, 1991), Ball-tree (Uhlmann, 1991) e VP-tree (Yianilos, 1993) sdo exemplos de

algoritmos pertencentes a esta subcategoria de algoritmos ENN.
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Algoritmos da subcategoria baseada em grupos empregam métodos de agrupamento
para particionar o espago do conjunto de instancias. Estes algoritmos funcionam em dois
estagios: o estagio de agrupamento e o estdgio de busca propriamente. No estigio de
agrupamento, algoritmos de agrupamento — e.g., k-Means (MacQueen, 1967) — sdo
utilizados para induzir grupos de instancias dentro do conjunto de instancias. A ideia ¢ a
de que o processo de busca possa ser acelerado via alguma estratégia de exclusiao que
objetiva limitar o numero de grupos ou o numero de instancias dentro de grupos em que
as instancias devem ser buscadas, em vez de considerar todo o espaco compreendido pelo
conjunto de instancias. O conceito de desigualdade triangular (Lima, 2013) vem sendo
utilizado para desenvolver estratégias de exclusdo em propostas de algoritmos ndo

hierarquicos da categoria ENN.

Este trabalho tem como foco algoritmos da subcategoria baseada em grupos da categoria
ENN e que empregam o conceito de desigualdade triangular para estabelecer estratégias
de exclusdo para limitar o espago de busca e, com isto, acelerar a fase de busca do

algoritmo k-NN, a fase de busca para este trabalho se refere propriamente a busca do .-

NN.

1.2 — Problema e Motivacio

Na raiz do problema que motiva este trabalho estd a alta complexidade computacional da
fase de busca do algoritmo k-NN. Tal alta complexidade computacional é devida,

principalmente, aos calculos de fun¢do de similaridade entre instincias.

A distancia euclidiana (Anton, 1994; Theodoridis, & Koutroumbas, 2009) é comumente
utilizada como uma métrica (Lima, 2013) para a funcdo de similaridade empregada em
diversas versoes do algoritmo k-NN e, dada a sua prevaléncia, é empregada neste estudo.
Quando ela € usada como medida de similaridade, quanto maior for a distancia euclidiana
entre duas instancias, mais dissimilares essas instancias sdo consideradas serem e,
inversamente, quanto menor for a distancia euclidiana entre duas instancias, mais
similares elas sdo consideradas serem. Para duas instincias p e g no espaco D dimensional

a distancia euclidiana entre elas ¢ definida pela expressao (1.1)

d(P,q) = X5-1(a — qa)? (1.1)

Em que p, € g4 denotam a d-ésima dimensao das instancias p € q.
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O célculo da distancia euclidiana entre duas instadncias requer D subtra¢des, D
multiplicagdes e 1 (um) céalculo de raiz quadrada. Em um conjunto de instancias de
treinamento 7, com N instincias de D dimensdes, dado como entrada do algoritmo A-NN,
o célculo da distancia euclidiana entre uma instancia x e todas as instancias do conjunto
T'requer DN subtragdes, (D — 1) N somas e D calculos de raiz quadrada, o que conduz a

uma complexidade computacional O(DN).

Em um primeiro cenario em que o valor de D ¢ pequeno e D ¢ muito menor do que N a
complexidade computacional pode ser considerada, na pratica, linear em relagdo a N, ou
seja, O(N). Em um segundo cenario em que D = O(N) a complexidade computacional
tende a ser O(N?). Em aplica¢des popularmente conhecidas como big data, em que N é
grande e, pior ainda, em que N e D sdo grandes, os dois cendrios de complexidade
computacional sdo inaceitaveis em termos de tempo de processamento. Este problema
fomenta o desafio do desenvolvimento de propostas de algoritmos que visam acelerar a

fase de busca do algoritmo £-NN.

1.3 — Objetivos e Contribuicoes

Este trabalho ¢ contextualizado nos esfor¢cos de pesquisa que visam acelerar a fase de
busca do algoritmo A-NN de forma exata, tendo como ideia a proposta de solugdes que
utilizam técnicas de agrupamento e o conceito de desigualdade triangular para
desenvolver estratégias de reducdo de calculos de funcdes de similaridade entre
instancias. Ou seja, utilizando a terminologia descrita na Secdo 1.1, este trabalho ¢ sobre
pesquisas, que envolvem como solugdes, algoritmos da categoria ENN, subcategoria
baseada em grupos e o conceito de desigualdade triangular para desenvolver estratégias

de exclusdo de grupos ou de instancias dentro de grupos.

Foram objetivos do trabalho de pesquisa conduzido e descrito nesta dissertacdo de

mestrado:

e [Estudar propostas de algoritmos da categoria ENN, subcategoria baseada em
grupos, € que empregam o conceito de desigualdade triangular para estabelecer

estratégias de exclusdo de grupos ou de instancias dentro de grupos.

e Propor um algoritmo deste mesmo contexto de contribui¢des de pesquisa, como

contribuicdo alternativa as propostas existentes.
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e Realizar experimentos com os algoritmos estudados e com o algoritmo proposto
afim de verificar a eficiéncia destes algoritmos no que se refere ao aceleramento

da fase de busca do algoritmo A-NN.
Como contribui¢des do trabalho de pesquisa realizado podem ser elencadas:

e A proposta do algoritmo AM++ANN, como alternativa as contribui¢cdes de

pesquisa evidenciadas na literatura.

e Uma discussdo critica das propostas existentes em relacdo a elas mesmas e em

relag@o a proposta do algoritmo AM++kANN.

e Disponibilizacio ao dominio publico do software resultante do algoritmo

kM~++ENN neste trabalho.

1.4 — Organizacao deste Documento

Além deste capitulo introdutorio, este documento estd organizado como segue.

Os conceitos e as notagcdes empregados neste trabalho sdo definidos no Capitulo 2, que
objetiva organizar semanticamente os conceitos, via defini¢des, e sintaticamente, via
notacdes, os principais contetidos tratados neste trabalho. O capitulo visita e adapta ao
contexto deste trabalho varios fundamentos da drea de Aprendizado de Maquina tais
como instancia, conjunto de instancias, métrica e similaridade entre instancias. O conceito
de desigualdade triangular, utilizado por todas as propostas que serdo apresentadas, ¢

também discutido neste capitulo.

O Capitulo 3 objetiva apresentar e explicar os algoritmos que foram estudados e que
forneceram sustentagdo para alcangar o objetivo deste trabalho. Os algoritmos estudados
tém como objetivo a reducdo da quantidade de célculos de distancia, a fim de, acelerar o

processo de busca do algoritmo A-NN que também ¢ apresentado no Capitulo 3.

O Capitulo 4 apresenta a proposta de algoritmo desenvolvido como contribui¢ao deste
trabalho, o algoritmo AM++kNN. O texto aborda métodos de agrupamento para
particionar o espago do conjunto de instancias e as hipoteses que a partir de estudos

experimentais aceleram a fase de busca do A-NN.

O Capitulo 5 define a metodologia de pesquisa empregada neste trabalho. No capitulo sdo

abordados o ambiente para experimentagdo que foi utilizado, os conjuntos de instancias
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selecionados para realizagdo dos experimentos, os indices de desempenho* dos

algoritmos e o método de experimentagao.

O Capitulo 6 descreve os resultados obtidos dos experimentos realizados, e faz uma
discussdo entre os resultados do algoritmo proposto nesse trabalho e algoritmos
considerados rapidos que se situam da mesma categoria, isto €, algoritmos ENN,
subcategoria baseada em grupos e que utilizam o conceito de desigualdade triangular para

acelerar a fase de busca do algoritmo k-NN.
O Capitulo 7 apresenta as conclusdes deste trabalho e identifica trabalhos futuros.

O Apéndice I contém informagdes sobre como ¢ possivel obter o codigo fonte, em Python,

do algoritmo AM++kNN.

4 Desempenho faz referencia exclusivamente a complexidade de tempo do algoritmo.

20



Capitulo 2
Conceitos Fundamentais e
Notacoes

Este capitulo descreve uma série de conceitos fundamentais a este trabalho, bem como
estabelece as notagoes utilizadas na formalizag¢do destes conceitos. O capitulo inicia com
a defini¢do e o estabelecimento da notagdo a ser utilizada para a descri¢do conjunto de
instancias (Se¢do 2.1). Medidas de similaridade entre instancias sdo necessdarias para
que, entre outras coisas, se possa discriminar, no conjunto de instancias, instancias mais
semelhantes e menos semelhantes umas as outras. Medidas de similaridade sdo,
normalmente, definidas a partir de métricas em um espago métrico. A Se¢do 2.2 discute
os conceitos de espago métrico e de métrica. Uma métrica especial, a distancia
euclidiana, é definida na Se¢do 2.3. O conceito de medida de similaridade entre
instancias empregado neste trabalho é definido na Se¢do 2.4. Um conceito central a este
trabalho é o de desigualdade triangular detalhado na Seg¢do 2.5, e utilizado nos

algoritmos estudados e no algoritmo proposto neste trabalho.
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2.1 — Conjunto de Instincias

Em Aprendizado de Maquina o conceito de instancia tem sido utilizado para se referir a
algo utilizado para representar, sobre uma certa perspectiva, um objeto ou um fendmeno
no mundo. Frequentemente uma instancia € descrita por um vetor de atributos, sendo que
cada atributo® representa uma propriedade ou caracteristica mensuravel do objeto ou
fendomeno representado pela instdncia. Os conceitos de conjunto de instancias, instancia
e atributo sdo os mais basicos empregados neste trabalho, sendo expressos formalmente

pela Definigdo 2.1.

Defini¢dao 2.1 (Conjunto de Instiancias, Instincia e Atributo): um conjunto de
instancias € um conjunto finito e ndo vazio de N instancias, 7= { I, b, ... Iy }. Cada
instancia /;, 1 <i <N, ¢ descrita por uma n-upla ordenada finita e ndo vazia de D > 1
dimensodes, I; = ( Ai1, Aia, ..., Aip ). Cada Aij, 1 <j < D ¢ um atributo cujo valor ¢é

descrito por um niimero do conjunto dos numeros reais.

A Defini¢do 2.1 utiliza conceitos e notagdes de conjunto e de n-uplas ordenadas da forma
como usualmente sdo empregados na Matematica. Assim, o termo conjunto refere-se a
uma colecdo de elementos distintos, sendo os elementos do conjunto separados por
virgula entre chaves. A ordem dos elementos em um conjunto ndo ¢ importante, i.e., 0
conjunto {a, t, o, r} ¢ igual ao conjunto {r, o, t, a}. O termo n-upla ordenada refere-se a
uma cole¢do ordenada de elementos, sendo os elementos da n-upla ordenada separados
por virgula entre paréntesis ou paréntesis angulares, i.e., “( )” ou “< >". Por exemplo,
mesmo tendo os mesmos elementos, a n-upla ordenada (1, 2, 1, 3) ¢ diferente da n-upla
ordenada (1, 1, 2, 3) porque a ordem dos elementos nas duas colecdes ¢ diferente. Pode

haver repeticao de elementos em uma n-upla ordenada.

Um atributo tem por objetivo mensurar algum aspecto do objeto ou do fendmeno
representado por uma instancia. Este trabalho estd restrito a atributos que podem ser
mensurados e expressos por valores do conjunto dos numeros reais. A Defini¢ao 2.1,

acima, formaliza esta restri¢ao.
O Exemplo 2.1 ilustra um conjunto de instancias nos termos da Defini¢do 2.1.

Exemplo 2.1. O conjunto de dados [ris, disponivel no UCI Machine Learning
Repository (Dua & Graff, 2021) ¢ um exemplo de Conjunto de Instancias. O conjunto

5 Alguns textos utilizam o termo “caracteristica” ou o termo “variavel” no lugar do termo “atributo”.
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de dados Iris refere-se a uma familia de plantas floriferas e tem sido amplamente
utilizado na area de Aprendizado de Maquina em experimentos sobre aprendizado
supervisionado, agrupamento, reducdo de dimensionalidade, entre outros. O conjunto
todo possui 150 instancias e cada instancia ¢ descrita pelos quatro atributos reais
correspondentes, em centimetros, ao comprimento da sépala (sepal length), largura da
sépala (sepal width), comprimento da pétala (petal length) e largura da pétala (petal
width) de plantas da familia /ris. Cada instancia do conjunto estd associada a uma das
seguintes trés classes, que se refere a tipos diferentes de Iris: Iris Setosa, Iris
Versicolour e Iris Virginica. Neste exemplo, a classe estd sendo representada por um
atributo real utilizando a seguinte correspondéncia®: 1.0 para Iris Setosa, 2.0 para Iris
Versicolour e 3.0 para Iris Virginica. Nos termos da Defini¢do 2.1 pode-se dizer que
o conjunto de instancias exemplificado possui nimero de instancias N = 150, cada uma
delas descritas por D =5 atributos. A primeira n-upla ordenada ilustrada na Figura 2.1,
descreve uma instancia com os seguintes atributos: comprimento da sépala igual a 5.1
cm, largura da sépala igual a 3.5 cm, comprimento da pétala igual a 1.4 cm, largura da
pétala igual a 0.2 cm e a classe a que se refere a instancia igual a 1.0 (Iris-setosa). As

demais instancias ilustradas na Figura 2.1 podem ser interpretadas de forma anéloga.

T=1{(51,3514,02,1.0), (49,3.0,14,02,1.0), ..., (5.9,3.0,5.1, 1.8,3.0) }

Figura 2.1: O conjunto de dados Iris, disponivel no UCI Machine Learning Repository
(Dua & Graff, 2021), como um exemplo de conjunto de instincias, nos termos da
Defini¢ao 2.1. O conjunto de instancias Iris possui 150 instdncias, mas por razdes
ligadas a espaco e suficiéncia explanatoria, a Figura 2.1 apresenta apenas trés

instancias.

2.2 — Espacos Métricos

Em Matematica, o conceito de espago métrico retine o conceito de conjunto e o conceito

de métrica sobre os elementos do conjunto. A métrica ¢ uma funcdo que estabelece um

valor real entre dois quaisquer elementos de um conjunto. O conceito de espago métrico

¢ muito Util em Aprendizado de Maquina e especialmente 1til para este trabalho para

estabelecer uma noc¢ao de similaridade ou dissimilaridade entre duas instancias.

¢ Os nameros reais estdo sendo apresentados neste trabalho tendo o ponto (ndo a virgula) como separador
entre a parte inteira e a fracionaria.
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A Defini¢do 2.2 ¢ uma formalizacdo do conceito de espago métrico adaptada de Lima

(2013) aos propositos deste trabalho.

Defini¢ao 2.2 (Espaco Métrico): um espago métrico ¢ um par ordenado < X, d >, em
que X ¢ um conjunto e d ¢ uma métrica sobre os elementos de X, i.e., d ¢ uma fung¢ado
d:X X X — R, tal que, para quaisquer trés elementos x;,x,, X3 € X, os seguintes

axiomas sdo validos, em que : R ¢ o conjunto dos nimeros reais.
1. Reflexividade ou identidade: d(x,,x;) = 0 e x; = x5.
2. Simetria: d(xq,x,) = d(x,, x1).
3. Desigualdade triangular: d(x,,x,) < d(xq,x3) + d(x3, x3).

Decorre desta defini¢do que uma métrica é sempre positiva ou nula’, i.e., para quaisquer
X1,%5 € X ocorre que d(xq,x;) = 0. A métrica d ¢ comumente chamada de “fun¢ao

distancia” ou, simplesmente de “distancia”.

O Axioma 1 determina que, por um lado, se a distancia entre os elementos x; € x2 ¢ igual
a zero entdo x1 € igual a x2 e, por outro lado, se x1 € igual a x2 entdo a distancia entre x; e
x2 ¢ igual a zero. Ou seja, nestas condicdes, x1 € idéntico a x2, dai o termo identidade ser

utilizado para qualificar esse axioma.

O Axioma 2 estabelece que, para quaisquer dois elementos x1 € x2, a distancia de xi até x»
¢ igual a distancia de x> até xi. Ou seja, a fun¢o distancia admite a propriedade simétrica

da relacdo entre conjuntos.

O Axioma 3, conhecido como desigualdade triangular, estabelece que a distancia entre
dois elementos x1 e x> ¢ sempre menor ou igual a soma da distancia deles para um terceiro
elemento x3. Informalmente, pode-se dizer que o axioma da desigualdade triangular
estabelece que x3 ndo ¢ um atalho para o caminho que conecta x1 e x2. Pela importancia
da desigualdade triangular para este trabalho, a Se¢do 2.6 aborda o axioma com mais

detalhes.

7 O argumento de que d(x;,x,) = 0. decorre dos seguintes fatos: (1) d(x;,x3) < d(xy,%,) + d(x,, x3),
o que implica que d(xy,x;) = d(xy,x3) — d(x5,x3). ) d(xy,x3) < d(xq,%x,) + d(x1,x3), 0 que
implica que d(xq,x,) = d(x;, x3) — d(x1,x5). As implicagdes dos fatos (1) e (2) permite concluir que
d(xq,x;) = | d(xq,x3) — d(x,,%5) | e, finalmente, que d(x, x,) = 0.
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Exemplo 2.2. Exemplos de espagcos métricos. Os exemplos a seguir constituem
espacos métricos envolvendo o conjunto dos nimeros reais e vetores de elementos do

conjunto dos numeros reais, em que a métrica de distancia utilizada ¢ a euclidiana:
(1) < R, d >, em que a distancia (métrica) d entre dois elementos de R ¢ dada por
div,w) = J/(v—w)? =|v—w|.

(2) < R%,d >, em que a distAncia d entre dois elementos de R ¢ dada por

d((vl,vz), (wy, wy) ) = \/(U1 —w)? + (v —wyp)? .

(3) <RP,d >, D> 1, em que a distincia d entre dois elementos de R ¢ dada por

d((Wy, oo, vp), Wy, e, wp) ) = /(v —wy)? + -+ (vp —wp)?.

Os espacgos métricos exemplificados envolvem diferentes dimensdes do conjunto dos
nimeros reais, sendo os espacos (1), (2) e (3), respectivamente, unidimensional,

bidimensional e D-dimensional — note que (1) e (2) sdo casos particulares de (3).

Informalmente, o grafico da Figura 2.2(a) representa o espagco métrico (1). Sendo
unidimensional, o espaco métrico (1) estd sendo representado graficamente como uma

linha com infinitos numeros reais. A figura também ilustra a distdncia entre os

elementos v = 2.5 ¢ w = 3.6, calculada como d(2.5,3.6) = \/m =
|2.5 — 3.6] = 1.1. O grafico da Figura 2.2(b) representa o espago métrico (2) via um
plano de infinitos numeros reais em cada uma das duas dimensdes, nomeadas no
grafico pelos numeros 1 e 2. A figura também representa a distancia entre os vetores

(1.0, 300 e (20, 10), ou sea,  d((1.0,3.0),(2.0,10)) =

\/(1.0 —2.0)2 + (3.0 —1.0)? = 2.24. Os vetores estao representados como pontos
no plano e a distincia entre eles via uma a linha continua que os conecta. As linhas
pontilhadas fazem alusdo aos catetos do tridngulo retangulo cuja hipotenusa ¢ a

distancia d.
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Figura 2.2: Representacdo grafica dos dois primeiros espacos métricos do Exemplo

2.2: (a) espaco métrico unidimensional; (b) espaco métrico bidimensional.

Existem representacdes graficas intuitivas para espacos métricos de até trés dimensdes.
Espacos métricos D-dimensionais em que D > 4 podem ser representados
graficamente, mas as pessoas ndo interpretam tais graficos com a mesma naturalidade
com que interpretam representacdes de até trés dimensdes. A titulo de exemplo,
independentemente de representagdo grafica para o espaco métrico (3), a distancia d
entre os vetores (1.1, 2.2, 1.0, 0.0) e (-1.1, 3.0, 1.8, 0.5) no espago métrico < R*,d >
é dada por d((1.1,2.2,1.0,0.0),(-1.1,3.0,1.8,0.5) ) =

JAI=(-1.1))Z + 22—-3.0)2+ (1.0 — 1.8)% + (0.0 —0.5)% = 2.52.

2.3 — Distiancia Euclidiana entre Instancias

As distancias dos espagos métricos do Exemplo 2.2 sdo conhecidas como distancias

euclidianas para espacos de dimensdes D > 1. Estas distancias representam o tamanho

em linha reta entre dois vetores do espago métrico. Embora outras defini¢cdes de distancia

26



possam ser utilizadas — e.g. distdncia Manhattan (Black, 2019), distdncia Mahalanobis
(Maesschalck, Jouan-Rimbaud & Massart, 2000) — este trabalho usa apenas o conceito

de distancia euclidiana, que esté estabelecido na Definigdo 2.3.

Defini¢ao 2.3 (Distancia Euclidiana entre Instiancias): Seja 7 um conjunto de
instdncias e duas instincias vET e WET, v= (v,Vy..,Vp), W=<

(w1, wy, ..., wp),D = 1. A distancia euclidiana entre as instincias v ¢ w ¢é igual a

dw,w) =/, —w)? + -+ (vp —wp)? = \/Z?ﬂ(vj —wj)*

Na notagdo utilizada na Defini¢do 2.3, v e w s@o instancias pertencentes a um conjunto de
instancias 7. Sendo instincias, v e w sdo descritos, respectivamente, por n-uplas

ordenadas (vi, va, ..., vp) € (W1, w2, ..., Wp)

Exemplo 2.3. Um exemplo de distdancia euclidiana entre instancias. Sejam v = (5.1,
3.5,14,02)ew= (4.9, 3.0, 1.4, 0.2). Nesse exemplo, a quantidade de atributos ou

dimensdes é D =4

A distancia euclidiana entre as instdncias v e w ¢ igual a d(v,w) =

@ —w)? + 4 (v, —wy)? = \/z;l(vj — w))2.

d(v,w) =/(5.1 —4.9)2 + (35 —3.0)2 + (14— 1.4)? + (0.2 — 0.2)2
=0.29 = 0.539

Ou seja, a distancia euclidiana entre as instancias v = (5.1, 3.5, 1.4, 0.2) e w = (4.9,

3.0, 1.4, 0.2) é, aproximadamente, igual a 0.539.

2.4 — Similaridade e Dissimilaridade entre Instancias

Medidas de similaridade sdo utilizadas para indicar o grau de semelhanca entre instancias.
Geralmente fungdes de similaridade sdo desenvolvidas para estabelecer a similaridade
entre instancias de um conjunto de instancias, sendo que a fun¢do de similaridade
empregada neste trabalho ¢ estabelecida a partir do conceito de distancia euclidiana entre
instancias. A escolha da distancia euclidiana como medida de similaridade entre
instancias a ser utilizada neste trabalho tem a ver com a prevaléncia do uso desta medida

em diversas versdes do algoritmo £-NN.
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A expressdo 2.1 estabelece que a fungdo de similaridade sim a ser empregada neste

trabalho ¢ dada por

sim(v,w) = d(w,w). (2.1)

em que d (v, w) € a distancia euclidiana entre as instancias v e w, calculada de acordo com
a Defini¢do 2.3. Neste trabalho, ambas fungdes sim(v, w) e d(v, w) denotam a similaridade
entre duas instancias v e w, de tal forma que d(v, w) denota, além da propria distancia,
também a similaridade entre as instancias v e w. Sendo assim definido, quanto menor for
a distancia euclidiana entre duas instancias, mais similares essas instincias sao
consideradas serem e, inversamente, quanto maior for a distancia euclidiana entre duas

instancias, mais dissimilares elas sdo consideradas serem.

2.5 — Desigualdade Triangular

O conceito de desigualdade triangular tem origem na geometria plana euclidiana. Em
qualquer triangulo, o comprimento de qualquer um de seus lados ¢ menor ou igual a soma
dos comprimentos dos outros dois lados. Ou seja, sendo a, b e ¢ os comprimentos dos
lados de um tridngulo, ¢ < a + b (Figura 2.3-a)%, a <b + c e b < b + c. Esse conceito é a
formaliza¢do da nog¢do intuitiva de que, sendo x, v e w os vértices de um tridangulo (Figura
2.3-a), ¢ mais curto ou igual o tamanho do caminho reto de x a w do que o tamanho do

caminho de x a v somado com o tamanho do caminho de v a w.

A distancia euclidiana d (Defini¢do 2.3) entre instancias de um conjunto de instancias (7)
D-dimensional é uma métrica no espago métrico < RP,d >,. Logo d satisfaz a
desigualdade triangular entre instancias x, v e w pertencentes a 7 mostrada na expressao

2.2)
dlx,w) <d(x,v) + d(v,w), (2.2)

ou seja, a distancia euclidiana entre a instancia x e a instancia w ¢ menor ou igual a
distancia euclidiana da instancia x a instancia v somada com a distancia euclidiana da

instancia v a instancia w (Figura 2.3-b).

8Alguns matematicos, especialmente quando estdo trabalhando com geometria elementar, preferem ndo
considerar na formulagio desse conceito, a igualdade entre ¢ e a soma de a com b, porque nessa condig@o
o tridangulo degenera-se a uma linha. Assim, tais matematicos optam por escrever que ¢ < a + b, excluindo
o caso da igualdade. Diferentemente deles, neste trabalho, considera-se a igualdade na formulagdo do
conceito.
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E também verdade que
d(x,v) <d(x,w)+ d(v,w) e que

dlv,w) <d(x,v) + d(x,w),

o que conduz a
d(x,w) > d(x,v) — d(v,w) e
d(x,w) = d(v,w) — d(x,v).
Resumindo as duas tltimas expressdes em uma unica expressao, obtém-se
d(x,w) = |d(x,v) — d(v,w) |, (2.3)

ou seja, a distancia euclidiana entre a instancia x e a instancia w ¢ maior ou igual ao valor
absoluto da diferenca entre a distancia euclidiana da instincia x a instancia v e a distancia

euclidiana entre a instancia v e a instancia w.

As expressoes (2.2) e (2.3) estabelecem um limite inferior € um limite superior para a
distancia euclidiana entre as instancias x e w, desde que se conheca a distancia euclidiana
entre as instancias x € v € a distancia euclidiana entre as instancias v € w. Resumidamente,

estes limites sdo:

e Limite inferior para a distancia euclidiana d(x,w):

| d(x,v) — d(v,w) | .

e Limite superior para a distincia euclidiana d(x, w):
d(x,v) + d(v,w).

Estes limites sdo uteis para o desenvolvimento de algoritmos que objetivam diminuir o
numero de céalculos de distancias euclidianas entre instancias. Os algoritmos estudados

neste trabalho utilizam estes limites ou alguma relag@o derivada destes limites.
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Espaco métrico

<IR?, d > .
Instancia x

///d (X o W)
/

(b)

c<a+tb

d@x w)y<d(x, v)+dw)

Instanciav g (v, w) Instancia w

Figura 2.3: Desigualdades triangulares: (a) em um tridngulo; (b) em distancias

euclidianas entre instancias de um conjunto de instancias no espago real D-dimensional.
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Capitulo 3
Revisao Bibliografica

Este capitulo descreve a revisdo bibliografica referente aos algoritmos que objetivam
acelerar o processo de busca do algoritmo k-NN. A Segdo 3.1 apresenta o algoritmo k-
NN e seu funcionamento para o processo de busca das instancias em um conjunto de
instdancias. A Se¢do 3.2 tem por objetivo apresentar a complexidade computacional e a
problematica apresentada para o algoritmo k-NN quando utilizando um conjunto com
alto numero de instancias. A Se¢do 3.3 apresenta o algoritmo kMkNN, uma das propostas
desenvolvidas por Xueyi (2012), a fim de acelerar o processo de busca do algoritmo k-
NN, para isto é empregado o conceito de desigualdade triangular, objetivando reduzir a
quantidade de calculos de distancia realizados pelo k-NN. A Se¢do 3.4 apresenta um
algoritmo, proposto em Pan et al. (2020), denominado KMC-OTI-FS, que utiliza outra
estratégia de emprego da desigualdade triangular. A Secdo 3.5 apresenta uma segunda
proposta, também apresentada em Pan et al. (2020), o algoritmo KMC-EOTI-FS, o qual
visa corrigir uma deficiéncia na complexidade computacional de espaco do algoritmo

KMC-OTI-FS.
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3.1 — Algoritmo A-NN

O algoritmo A-NN (k-Nearest Neighbors), também conhecido como k vizinhos mais
proximos, ¢ comumente utilizado em diversas dreas como: reconhecimento de padrdes,
aprendizado de maquina e mineragao de dados (Mitchell, 1997). O algoritmo k-NN, neste
texto também referenciado como, tradicional, pode ser chamado também de “aprendiz

preguicoso”, isto por que o estagio de inicializagdo tem um baixo custo computacional.

O estagio de inicializagdo tem por objetivo preparar o conjunto de instancias, de tal forma
que, as instancias estejam melhor organizadas, de maneira que otimize o estagio de busca,
neste caso, o k-NN tradicional ndo realiza uma preparagdo do conjunto de instancias, a

fim de otimizar o estagio de busca.

O k-NN envolve um processo de busca de k instancias mais similares a instdncia x em um

conjunto 7'de N > 1 instancias definidas por D > 1 dimensdes.

O estagio de pesquisa, ou, busca propriamente dito, € utilizado para buscar as k instancias
mais similares em relacdo a instancia de busca fornecida como entrada, com isto, o
algoritmo ir4 percorrer cada uma das instancias do conjunto de instancias, a fim de,

verificar a similaridade entre cada uma das instancias em relagdo a instancia de busca.

O estagio de busca deste algoritmo possui alto custo computacional, uma vez que, o
algoritmo ira acessar todas as instancias do conjunto de instdncias para computar suas
medidas de distdncia em relacdo a instdncia de busca, que de modo geral utiliza-se

euclidiana como medida de distancia.

Tendo como entrada um conjunto de instancias 7, uma instdncia x € um inteiro k > /, este

algoritmo tem como objetivo buscar as & instancias mais proximas de x em 7.

A Figura 3.1 ilustra isto, assim, o algoritmo ir4 executar a busca a fim de encontrar as k&
instancias mais proximas de x em 7, promovendo assim como saida os indices das k
instancias proximas de x, temos o pseudocodigo do algoritmo A-NN, que subsidiara a

compreensdo do seu funcionamento na se¢do seguinte.
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Algoritmo k-NN (T, N, x, k)

Entrada: T, um vetor armazenando um conjunto de instdncias no espaco
D dimensional, N, o numero de instédncias em T, x, uma instdncia de
pesquisa e o numero de k 2 1 vizinhos mais proéximos de x em T.

Saida: R, sequéncia dos indices das k insténcias mais prdéximas de x
em T, ordenada a partir da mais préxima.

Lo

2 para i := 1 até N faga

3 {

4 // V é um vetor de pares (i, d) em que 1 indica o indice de
// uma instédncia i em T e d a disténcia da

5 // insténcia T[i] a insténcia x. O algoritmo
// Distdncia Euclidiana calcula a distdncia Euclidiana

6 // da instdncia T[i] & instdncia x no espaco D dimensional.

7 V[i] := (i, Distancia Eucliciada (T[i], x, D) );

8 }

9 Ordenar em ordem crescente, pelo campo d, as disténcias

armazenadas em V;

10 R := o0 indice das k primeiras insténcias em V;

11 retornar R;

12}

Figura 3.1: Pseudocodigo do algoritmo A-NN.
3.2 — Complexidade Computacional do £-NN e a Problematica

Com base no estudo e compreensao do algoritmo A-NN, um problema deste algoritmo ¢
a sua execuc¢do para um conjunto com grande numero de instancias ou instdncias com

grande dimensao.

Em um conjunto de instancias de treinamento 7, com N instancias de D dimensdes, dado
como entrada ao algoritmo k-NN, o célculo da distancia euclidiana entre uma instancia x
e todas as instancias do conjunto 7 requer DN subtracdes, (D — 1) N somas e D célculos
de raiz quadrada, o que conduz a uma complexidade computacional O(DN). Em um
primeiro cenario onde D ¢ pequeno € D ¢ muito menor do que N a complexidade
computacional pode ser considerada, na pratica, linear em relagdo a N, ou seja, O(N). Em
um segundo cenario onde D = O(N) a complexidade computacional tende a ser O(N?).
Em aplicagdes popularmente conhecidas como big data, onde N ¢ grande e, pior ainda,
onde N e D sdo grandes, os dois cendarios de complexidade computacional sdo inaceitaveis

em termos de tempo de processamento.
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Compreendendo a grande complexidade computacional que o k~-NN pode obter quando
lida com um conjunto com grande nimero de instincias, na literatura podem ser
encontradas propostas com foco na reducdo do nimero de calculos de distancias durante

o processo de busca do k&-NN. As proximas secdes apresentaram trés destas propostas.

3.3 — Algoritmo kMANN

A ideia basica do algoritmo KAMANN’ proposto em Xueyi (2012) é pré-processar um
conjunto de instancias 7'com o objetivo de acelerar o processo de busca. Assim 0 AMANN
possui duas fases denominadas de Fase 1, fase offline ou de pré-processamento, ¢ a Fase

2, fase online ou fase de busca propriamente. Na Fase 1 o algoritmo de agrupamento k-

Means (MacQueen, 1967) é utilizado para induzir um agrupamento com M =+/N

grupos'? sobre o conjunto de instancias 7, onde N é o niimero de instancias de 7.

Na Fase 2 o conceito de desigualdade triangular (Lima, 2013) ¢ utilizado como estratégia
para economizar calculos de distancias euclidianas e, com isto, acelerar o processo de
busca de £ instancias em 7" mais similares a uma instancia x dada como entrada na Fase
2. A Figura 3.2 ilustra o uso da desigualdade triangular no contexto do algoritmo AMANN.
A figura apresenta um grupo de insténcias C; cujo centro € ¢; € o raio € 17, raio € a distancia
do centro do grupo até a instdncia mais distante do grupo. A figura também apresenta o

conjunto YV de k instancias correntemente!!' mais similares (mais proximas) a instancia

X e o raio d;, deste conjunto.

® O algoritmo kMANN, recebe um nome diferente por Pan ef al. (2020), sendo chamado de KMC-TI-FS.
10 Pan et al. (2020) afirmam que M foi definido como sendo igual VN a partir de estudos experimentais,
embora nao apresentem os resultados destes estudos.

1O termo “correntemente” est4 sendo utilizado aqui porque o algoritmo kMANN compde o conjunto y'V
de forma iterativa.
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Conjunto das k instancias Uma instancia do
correntemente mais proximas Grupo G.
ax. GRUPO G

CONJUNTO ¥,
Centro do Grupo G .

; : NN ; ) :
Raio do conjunto ), ", ou seja, Raio do Grupo G, ou seja,
maior distancia entre as maior distancia entre as

. A et NN . a .
instancias de ijW ex. instancias de G e ¢; .

Figura 3.2: Uso do conceito de desigualdade triangular no contexto do algoritmo
KMANN.

O conceito de desigualdade triangular permite afirmar que
di + 1, =2 d(x,¢),
0 que implica em

d(x,¢;))—1 < dy. (3.1)

Se para um Grupo C; a expressdo (3.1) for falsa, entdo ndo € necessario calculos de
distancias entre x e as instancias do Grupo C;, o que conduz a primeira fonte de economia

de calculos de distancias empregada pelo algoritmo AMANN.

Mesmo que a expressdo (3.1) seja verdade para um Grupo C;, ainda € possivel uma

segunda economia de célculos de distdncia. Utilizando novamente o conceito de

desigualdade triangular € possivel afirmar que
d(x,y;) = 1d(x,¢) — dji )l (3.2)
Se para uma certa instancia y;; € C; ocorrer de |d(x, Cj) —d(ji ¢)| > dy entdo pela

expressao (3.2) d(x, yj,i) > d;, e, também nesta condicdo, a distancia d(x, yj,i) nao

necessita ser calculada. Esta ¢ a segunda fonte de economia de calculos de distancias.
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A Figura 2 apresenta o pseudocodigo do algoritmo AMANN. Na Fase 1 o algoritmo k-

Means ¢ utilizado para induzir um agrupamento com M grupos, {Cj}y’:l, em que cada
grupo contém N; (j = 1, ..., M) instancias, € armazenar dados pré-processados para a Fase
2, relativos aos centros dos grupos, {cj}y’:l, aos raios dos grupos, {rj}y’:l, e a distancia de

cada instancia y ao centro do grupo que a contém, {{d(y;;, )}, }'L1.

A Fase 2, fase de busca de £ instancias mais similares (mais proximas) de uma instancia
x, dada como entrada, ¢ realizada da seguinte forma. Computa-se o Grupo C; mais
proximo a instancia x (linhas 2 e 3 da Figura 3.3) e, exaustivamente, computa-se a
distdncia de x a cada uma das instancias do Grupo C;, com o objetivo de calcular
provisoriamente o conjunto {yNV}¥_, das k instincias mais proximas a x (linhas 4 a 7 da
Figura 3.3). Até aqui, nenhuma economia de célculos de distancia ¢ realizada. A
economia vird com a iteragdo sobre os outros grupos utilizando a estratégia da
desigualdade triangular descrita anteriormente (linhas 9 a 31 da Figura 3.3). Ao final da
Fase 2 o algoritmo retorna como saida o conjunto {yNV}*_, das k instancias mais

similares a x.

Algoritmo kMkNN
Fase 1: fase de pré-processamento (offline)

Entrada: T: conjunto de instancias; N: numero de instdncias em T; M: nUmero

de grupos a serem formados em T, onde M = VN.

Saida: ﬂﬁﬁil-: M grupos de instédncias em T; {q}ﬁlz M respectivos centros dos
grupos de instdncias em T; ﬁyﬁllz M respectivos raios dos grupos de

instdncias em T, onde o raio 1;

7 de um grupo q é definido pela maior disténcia

entre o centro do grupo C

; e uma instédncia dentro do grupo (j;

jl
N.

Hd(y”,q)hilﬁllzdisténcia de cada insténcia y ao centro do grupo que a contém.

Aqui N; representa o numero de insténcias do grupo (.

Procedimento: algoritmo de agrupamento k-Means (MacQueen, 1967).

Fase 2: fase de busca propriamente (online)

Entrada: x: instdncia a qual se busca, em T, instdncias mais prbéximas a ela;

k: numero de insténcias similares que se quer buscar.
Usa: saidas da Fase 1 (offline).
Saida: {yM}¥_,: conjunto das k instadncias de T mais similares a x.

Computar as distdncias euclidianas {d(x,o)ﬂil.
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28
29

30
31

Ordenar {d(x,¢)}L, para obter {d(x,¢/)}[L;, onde d(x,c;) <d(x,c3) < - < d(x,cpy).
Para o grupo mais préximo a x, Cf, computar as distadncias euclidianas
{d(x,yl,i)}livzll, isto é, as distancias de x a cada instancia y do Grupo Cj.
Ny
15

Ordenar {d(x,y,;)};2, para localizar as k insténcias correntes mais similares a x;

Inserir essas insténcias em {y"}°,, n = k, e fazer d; =ylN.
para j := 2 até M faga
{
se d(xﬂf)——ﬁ*<ch entdo // Primeira fonte de economia de cdlculos
// de distancia (Expressdo 3.1). Aqui 1" &€ o raio do grupo (. Se

// este teste é falso, entdo ndo é necessario calculos de

// disténcias entre x e as insténcias do Grupo (.

para i := 1 até N/ faga

se |d(x,cj*) —dWju¢) | > d, entéo
// Segunda fonte de economia de cé&lculos de disténcias
// (Express&o 3.2). Nao é necesséario o célculo de d(x,y;;) -

senao

Calcular a disténcia euclidiana d(x,y;;) .
se d(x,y;;) < d, entdo

Fazer n = n + 1 e inserir y;; em {y"}i,.

}
Ordenar {d(x,yM)}L,.
Reduzir {y¥¥}", para n = k instdncias mais préximas (mais similares) .

Fazer dy = (x,y'V).
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32
33

Retornar como saida {yM}k,.

Figura 3.3: Pseudocodigo algoritmo AMANN.

O Exemplo 3.1 ilustra o funcionamento do algoritmo AMANN.

Exemplo 3.1. Considere o conjunto de instancias (7) mostrado na Figura 3.4, que
possui 9 instancias descritas por dois atributos numéricos, e sera feita a busca das k =

2 instancias mais similares a instancia x de entrada.

A Figura 3.4 apresenta as instancias utilizadas para ilustrar o funcionamento do

kMANN.

T={(1.0,2.0), (2.0, 3.0), (5.0, 1.0), (9.0, 5.0), (8.0, 6.0), (9.0,7.0),
(1.0, 6.0), (2.0, 7.0), (3.0, 5.0) }

Figura 3.4: Conjunto de instancias utilizado para ilustrar o funcionamento do algoritmo

kMANN.

Compreendendo o conjunto de instancias que serd utilizado neste exemplo, considera-
se uma instancia x, da qual serd utilizada para buscar as k instancias mais similares a

ela,
x=(3.0, 3.0).

Na Fase 1 de execucdo do kAMANN, considere que o algoritmo k-Means induziu o

agrupamento ilustrados na Figura 3.5. A quantidade de grupos que serdo gerados ¢

iguala M = VN, ou seja, M = V9 = 3,

A Figura 3.5 mostra o agrupamento induzido pelo A&~-Means, com M = 3 grupos.
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A
Grupo 2 (G2)
18 =(2,7) 16 =(9,7)
7 [ ®
17 = (1,6) 15 = (8,6)
6 @ O | Centro2-c;
19 = (3,5) (2:6)
5 ® Centro 3 - ¢3
(9,6)
4 Grupo 3 (G3)
ru
x=(3,3) e
3 Centro 1 - ¢,
(3,2)
2
1 Grupo 1 (G1)
(0,0) 1 2 3 4 5 6 7 8 9 g

Figura 3.5: Agrupamento induzido pelo algoritmo k-Means com trés grupos.

No inicio da Fase 2 do kMANN, serd computado a distancia de x para o centro de
cada um dos grupos, as distancias computadas sdo ordenadas de forma ascendente,
desta forma, via de exemplo tem-se os grupos mais proximos, considerando a

seguinte ordem aos centros mais proximos da instancia x (linhas 2 e 3).
{d(x, c;‘)}?il = {[1.0,3.16,6.7]}

Na sequencia ¢ apresentada a Tabela 3.1 com as distancias de x aos centros dos

grupos que compdem o agrupamento.

Tabela 3.1: Distancias calculadas e ordenadas, de x a cada centro de grupo, onde
G1 ¢ o primeiro grupo, G2 o segundo grupo e G3 o terceiro grupo.

Distancias para o centro do grupo G1 G2 G3
X 1.0 3.16 6.7

Deste modo, se tem os grupos mais similares a instancia x, o que propicia identificar

as instancias mais proximas, sem a necessidade de percorrer todos os grupos.

Deve-se computar as distancias de x para cada instancia de G/ (linha 4 ¢ 5), e ordenar
as distancias de forma ascendente para localizar as instancias mais similares a x (linha
6). Em seguida armazenar a instdncias mais similares e considerar d; como a

distancia a sendo a instancia mais distante de x (linha 7).

Possuindo ou ndo as k instancias mais similares, o algoritmo percorrera os demais

grupos, a fim de encontrar outras possiveis instdncias mais similares a instancia x.
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Neste exemplo, obtém-se através da instrucdo escrita na linha 7, o conjunto das
instincias mais proximas sendo: {yMV}, = {[(3.0,1.0),(1.0,2.0),(5.0,1.0)]} ¢
dy = d(x,11) = 2.23.

Deve-se agora, percorrer as demais instancias dos demais grupos, neste exemplo, o

proximo grupo € o G2 (linha 8).

Através da desigualdade triangular (Expressdo 3.1) de x para o centro de G2, ¢é

verificado se, d(x, c;) — 1, ¢ menor que d,
3.16 —7.07 < 2.23
logo,

—-3.91<2.23

portanto, a expressao ¢ verdadeira. Desta forma, ¢ necessario percorrer cada uma das
instancias do grupo G2, a fim de verificar a Expressao (3.2) através da linha 17, ou

seja,
|d(x,c;) —d(17,¢c,) | > 2.23,
entao,
2.16 > 2.23,

obtém-se, resultado falso para a Expressdo (3.2), isto significa que, sera necessario
computar calculo de distancia, a fim de, verificar se a instancia I7 ¢ uma instancia
candidata a uma das £ mais similares a x. Com isto, ¢ calculado a distancia de x para

a instancia I7 (linha 22), obtendo a distancia d(x,17) = 3.6.

E verificado entdo, se a instancia 17 deve ser inserida no conjunto {yNMV}™_, (linha

23), onde,
3.6 <2.23,
a partir deste resultado, despreza-se a instancia I7.

A proxima instancia a ser verificada € a I8, através da Expressao (3.2) (linha 17),

considerando
|d(x,c;) —d(18,cy) | > 2.23,

entao,
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2.16 > 2.23,

para a instancia I8, obtém-se resultado falso, isto conduz a verificar se esta instancia
pode ser candidata as instancias mais similares, através da linha 22, computando a

distancia d(x,18) = 4.12.

Com isso, pode-se concluir que a instancia I8, também, deve ser desprezado uma vez

que 4.12 < 2.23 (linha 23).

A ultima instancia a ser verificada para o grupo G2 ¢ a instancia 19, através da

Expressdo (3.2), obtemos,
|d(x,c;) —d(19,c,) | > 2.23,
entao,
1.75 > 2.23,

resultado falso para a instancia 19, conduzindo a computar calculo de distancia e
verificagdo através das linhas 22 e 23, obtendo, d(x,19) = 2.0, o que conduz a

verificagdo,
2.0 < 2.23,

que produz um resultado verdadeiro, isto €, I9 é uma instancia que devera ser inserida

no conjunto {yNN3}T_ .

O algoritmo agora ird ordenar de forma ascendente as distancias de x para as

instancias do conjunto {y¥V}™_, (linha 28), obtendo
{ysMYe=1 = {[(3.0, 1.0), (3.0, 5.0), (1.0, 2.0)]3}.

A seguir o algoritmo reduz as instancias do conjunto de instdncias mais similares,
para armazenar apenas as k mais similares, logo, neste exemplo, buscamos k = 2

(linha 29), logo

"™ }5=1 = {[(3-0,1.0), (3.0,5.0)]}.

E atualizado dj, para a instancia mais distante de x, a partir do conjunto das instancias

mais similares, logo neste exemplo, d;, = 2.0 (linha 30).

O algoritmo retorna para a linha 10, onde, se verificara a necessidade de percorrer as

instancias do grupo G3, caso, d(x, c3) — 13 for menor que d;, uma vez que,

6.7 — 8.0 < 2.0,
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logo,

-1.3 < 2.0.
Obtém-se resultado verdadeiro para a expressdo, com isto, € necessario percorrer
cada uma das instancias do grupo G3, para este exemplo, a verificacdo pela

Expressdo (3.2) para as instancias 14, I5 e 16 produzirdo os mesmos resultados, ou

seja,
|d(x,¢/) = dGjuc) | > d,
entdo,
57 > 2.0.

Sendo o resultado verdadeiro para a Expressao (3.2), aqui ocorre a segunda fonte de
economia de calculos de distancia, apresentada no algoritmo, uma vez que, nao ¢

necessario computar calculos de distancia para as instancias do grupo G3.
Por fim, sdo executadas novamente as linhas 28, 29 ¢ 30.

A saida deste algoritmo sera o conjunto das k instancias mais similares a x,

{5 }5=1 = {[(3.0,1.0),(3.0,5.0)]}-

3.4 — Algoritmo KMC-OTI-FS

O algoritmo KMC-OTI-FS (Pan et al., 2020), foi desenvolvido a partir de adaptacdes do
algoritmo AMANN, propondo melhorias no processo de busca por meio de um processo

de otimizagao baseado no uso da desigualdade triangular.

A melhoria no processo de busca proposto tem como objetivo otimizar a estratégia de
desigualdade triangular apresentada no AMANN, de modo que o KAMANN ndo possui

eficiéncia em desprezar as instancias mais distantes do centro de um grupo C;". Com isso,
o KMC-OTI-FS, propde uma estratégia que consiste em buscar uma desigualdade
triangular que seja mais eficiente para a estratégia de busca.

Segundo Pan e seus colegas se|d(x, cj*) — d(yj_l-,cj‘)| obtiver valor suficientemente
pequeno, a expressao |d(x, cj*) —dji ) | < dj tera grande possibilidade de ser

verdadeira. Desta forma, a estratégia de desigualdade triangular tem grande possibilidade
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de desprezar as instancias y;;, presentes nas dreas mais distantes do agrupamento, ou,
areas marginais, mesmo que ndo sejam as k instancias mais proximas de x.

De acordo com a desigualdade apresentada acima, pode-se entender que, se o termo
|d(x, cf) —dji ) | obtiver um valor suficientemente grande, a expressao |d(x, c;) -
d(ji ¢;) | > dj, terd grande possibilidade de ser verdadeira. Consequentemente, de
acordo com Pan e seus colegas, se faz necessario selecionar um novo centro do grupo, a

fim de, através da desigualdade triangular tornar o resultado do termo |d(x, c;) —
d(ji ¢;) | grande o suficiente. Para isto, 0 novo centro do grupo selecionado, ¢y, deve
satisfazer duas condigoes:
1. d(yj Copt), @ distancia da instincia y;; do grupo at€ o centro, C,p¢, deve ser
conhecida antes da fase de busca.
2. O centro do grupo selecionado, c,pe, deve garantir que a distincia,
|d(x, copt) —djir Copt) | ¢ a maior entre os M grupos de {Cj}y’:l.
A proposta de otimizagdo na busca das k instancias mais proximas através do KMC-OTI-

FS, se da através da escolha de um novo centro do grupo, esta estratégia de desigualdade

triangular ¢ definida pela Expressao (3.3).

d(x, Copt) = A(¥)ir Cope)| = arg maxs=sp mld(x,c5) — d(yjuci)l  (3.3)

A execugdo da expressdo acima ¢ conduzida durante a fase de busca do algoritmo KMC-
OTI-FS, sem computar nenhum célculo de distdncia, uma vez que ambas as distancias
d(x,c5) e d(yj,i, Cs ) sdo conhecidas, devido d(x, cs) ser obtida no primeiro passo de
execucdo do algoritmo que sera apresentado adiante, e d(yj,i, Cs ) ¢ calculada e

armazenada na fase de agrupamento (offline).

Por fim, se a Expressdo (3.4),

Id(x' Copt) - d()’j,ircopt)l > dk (3‘4)

for verdadeira, pode-se deduzir que d(x,y;;) > dj € verdadeira de acordo com a

Expressao (3.2), ou seja, podendo-se desprezas as instancias y; ;-
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Figura 3.6: A figura apresenta a estratégia utilizada do algoritmo KMC-OTI-FS, a fim
de, desprezar as instancias mais distantes do centro de um grupo C;'. (adaptado de Pan et

al., 2020).

Algoritmo KMC-OTI-FS
Fase 1: fase de agrupamento (offline)
Entrada: T: conjunto de instancias; N: numero de instédncias em T; M: nUmero
de grupos a serem formados em T, onde M = VN.
Saida: {C]-}j"il.: M grupos de instdncias em T; {c]-}j"ilz M respectivos centros dos
grupos de instancias em T; {r]-}jlez M respectivos raios dos grupos de insténcias
em T, onde o raio 1; de um grupo Cj é definido pela maior distédncia entre o
centro do grupo (; e uma instadncia dentro do grupo (j; {{{d(yj,i,cp)}pgl}?gl}%lz
distédncia de cada instédncia y ao centro 6timo do grupo que a contém, estes
centros sdo definidos por definidos por ¢,. Aqui N; representa o numero de
insténcias do grupo (.
Procedimento: algoritmo de agrupamento k-Means (MacQueen, 1967).

Fase 2: fase de busca propriamente (online)

Entrada: x: instdncia & qual se busca, em T, instédncias mais prdximas a ela;

k: numero de instédncias similares que se quer buscar.

Usa: saidas da Fase 1 (offline).

saida: {yM¥}¥_,: conjunto das k instadncias de T mais similares a x.

Computar as distdncias euclidianas {d(x,c-)}?”zl.
Ordenar {d(x,¢)}L, para obter {d(x,¢/)}[L;, onde d(x,c;) <d(x,c3) < - < d(x,cpy).
Para o grupo mais préximo a x, (i, computar as distadncias euclidianas

{d(x,yl,i)}livzll, isto é, as distancias de x a cada instadncia y do Grupo Cj.
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N; ) ) A . .
Ordenar {d(x,y;;)};2, para localizar as k instdncias correntes mais similares a x;

Inserir essas insténcias em {y"}°,, n = k, e fazer d; =ylN.

para j := 2 até M faga

{

}

se d(x,cj*)—rj* <d, entdo // Primeira fonte de economia de célculos
// de distancia (Expressdo 3.1). Aqui 7" &€ o raio do grupo (. Se

// este teste é falso, entdo ndo é necessario calculos de

// disténcias entre x e as insténcias do Grupo (.

para i := 1 até N/ faga
{
|d(x, Cope) = d(W)ir Cope)| = arg maxe—s  wld(x,c3) — d(yjic5)l
se |d(x,Copr) — d(y]-‘l-, copt)l > d, entéo
// Segunda fonte de economia de célculos de disténcias
// (Express&o 3.4). Nao é necesséario o célculo de d(x,y;;) -

senao

Calcular a disténcia euclidiana d(x,y;;) .
se d(x,y;;) < d, entdo

Fazer n = n + 1 e inserir y;; em {y"}i,.

}
Ordenar {d(x,yM)}L,.
Reduzir {y¥¥}", para n = k instdncias mais préximas (mais similares) .

Fazer dy = (x,y'V).

Retornar como saida {yM}k,.
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Figura 3.7: Pseudocddigo algoritmo KMC-OTI-FS.

Exemplo 3.2. Para este exemplo serd considerado o mesmo conjunto de instancias

(T) apresentado na Se¢do 3.2 Figura 3.4.

Serd utilizado para este exemplo, também, a mesma instancia x de entrada em relagdo

a secao anterior, ou seja,
x=(3.0, 3.0).

Na fase de agrupamento do KMC-OTI-FS, considera-se que o k-Means induziu o
mesmo agrupamento citados na Se¢do 3.2 Exemplo 3.1, e a quantidade de grupos

sendo M = 3.

Neste exemplo serd realizada a busca das £ = 2 instancias mais similares a instancia

de entrada.

A fase de busca do algoritmo, inicia-se computando as distancias de x para o centro
de cada um dos grupos (linha 2) e deve-se ordenar as distancias computadas de forma

ascendente (linha 3), os resultados sdo apresentados na Tabela 3.2.

Tabela 3.2: Distancias computadas e ordenadas de x a cada centro de grupo.

Distancias para o centro do grupo G1 G2 G3
X 1.0 3.16 6.7

Assim como ¢ realizado pelo kAMANN, o KMC-OTI-FS verifica o grupo mais
proximo, a fim de, encontrar as instdncias mais similares a x, computando as
distancias de x para cada instancia do grupo G/ (linhas 4 e 5) e as ordena de forma

ascendente (linha 6), obtendo as distancias,
{dx,y )}, = {[2.0, 2.23, 2.82]},
respectivamente as instancias, 12, 11 e I3.

Deve-se inserir as instancias no conjunto de instancias mais similares, obtendo,

{yMVn_ = {[(3.0,1.0), (1.0, 2.0), (5.0, 1.0)]},

e atualizar d;, = 2.23 (linha 7).
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O algoritmo devera percorrer os demais grupos, a fim de, encontrar outras instancias
similares, para isto, neste exemplo o proximo grupo a ser percorrido ¢ o G2 (linha

10).

Desta forma, através da Expressao (3.1) ¢ verificado se, d(x, c;) — 13, € menor em

relacdo a dy, ou seja,
3.16 —7.07 < 2.23
logo,
—3.91 < 2.23.

Obtendo resultado verdadeiro pela Expressdo (3.1), deve-se percorrer cada uma das

instancias do grupo G2, sendo 17 a primeira instancia.

Aqui ocorre a proposta empregada por Pan et al. (2020), objetivando acelerar a fase
de busca do £-NN, onde, ¢ utilizado a Expressao (3.3) com objetivo de desprezar as

instancias mais distantes do centro do grupo (linha 17), com isso,

1d(x, Cope) — A(Vjir Cope)| = 2.16.

Com base no resultado obtido, o algoritmo verificard se o novo centro do grupo

encontrado ¢ maior em relagdo a dy, pela Expressdo (3.4) (linha 18),
2.16 > 2.23,

Neste exemplo, a partir do resultado obtido, devera ser computado o calculo de
distancia para a instancia [7, em caso de resultado positivo, aqui ocorre uma fonte de

economia proposta por Pan et al. (2020).

E computado e verificado entdo, se a instancia 17 deve ser inserida no conjunto

{yNN3"_. (linha 23 € 24), onde,
3.6 < 2.23,
a partir deste resultado, despreza-se a instancia I7.
A proxima instancia do grupo G2 ¢ a I8, pela Expressao (3.3),
1d(x, Cope) — A(Vjir Cope)| = 2.16.

Para a instancia I8, compreende-se que possuindo resultado semelhante, em relagao
a instancia 17, deve ser desprezada, uma vez que, d(x,18) = 4.12 e 4.12 < 2.23
(linhas 23 e 24).
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Por fim, a Glltima instancia de G2 ¢ a 19, temos pela Expressao (3.3),

|d(x' Copt) - d(yj,ir Copt)l = 1.75,

que, para este exemplo também serd computado célculo de distancia e verificado se
esta instincia ¢ candidata ao conjunto {yNN}"_,. Pelas linhas 23 e 24 obtemos,

d(x,19) = 2.0 e 2.0 < 2.23.
Portanto, a instincia I9 deve ser inserida no conjunto {yNV}7_, .

O algoritmo devera ordenar, reduzir e atualizar o valor de dj, através das linhas 29,

30 € 31. Obtendo, {yM¥}"_, = {[(3.0,1.0),(3.0,5.0)]} e d}, = 2.0.

O tultimo grupo a ser verificado € o G3, através da Expressao (3.1) (linha 10), sendo,
6.7—-8.0<2.0

logo,

—-1.3 < 2.0.

Obtém-se resultado verdadeiro para a expressdo, com isto, € necessario percorrer
cada uma das instancias do grupo G3, para este exemplo, assim como no exemplo
anterior, os resultados para a Expressao (3.3) e a verificagdao pela Expressao (3.4)

para as instancias 14, I5 e 16 produzirdo os mesmos resultados, ou seja,

|d(x, Copt) - d(yj,i' Copt)l =57,

5.7 > 2.0.

Resultado verdadeiro para a Expressdo (3.4), aqui ocorre a segunda fonte de
economia de célculos de distancia, uma vez que, ndo ¢ necessario computar calculos

de distancia para as instancias do grupo G3.

Portanto, o algoritmo devera ordenar, reduzir e atualizar o valor de dj, através das

linhas 29, 30 e 31. Obtendo, {y"¥}"_, = {[(3.0,1.0), (3.0,5.0)]} e d; = 2.23.

Ao seu termino, o algoritmo retornara o conjunto das instdncias mais similares a x,

s }5=1 = {[(3.0,1.0), (3.0,5.0)]}.
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3.4 — Algoritmo KMC-EOTI-FS

O KMC-EOTI-FS, visa corrigir uma deficiéncia na complexidade computacional de
espago do algoritmo KMC-OTI-FS.
Segundo Pan e seus colegas, a proposta do KMC-EOTI-FS ¢ manter a preocupagao entre
desempenho de busca e a complexidade computacional de tempo e espago, com base
nesta proposta os autores propuseram um modelo no qual busca maior eficiéncia na
desigualdade triangular, com o propdsito de constituir um centro secundario Cegp¢, que
possa minimizar a complexidade computacional de tempo e espago do algoritmo.
A estratégia utilizada neste algoritmo consiste que para cada instincia y;;, e sdo
armazenados somente duas distancias, d(y;;, ¢;) € d(yj,l-, Cmax). Entre todos os grupos
{c;} sz 1» Gj € 0 centro do grupo mais proximo da instancia y; ;, € Cipqx € 0 centro de grupo
mais distante da instdncia y;;. Com base nisso, a distancia d(;;, Cmax) € definida pela
Expressao (3.5).

d(¥ji Cmax) = arg maxs—yz uld(y; ci)l (3.5)
Segundo Pan e seus colegas, a razdo de usar d(X,Cpqy) ¢ que |d(X, Cmax) —
d(yj,i, cmax)| pode ser maximo quando d (X, Cypqy) for maximo. Logo, Cqop¢ € definido

pela Expressao (3.6).

Id(x’ Ceopt) — d(yj,i’ Ceopt)l = max{ |d(x, Cj)—d(y]'_iij)L } (36)

1406, emax) = A0/} 0 Emax)|
A expressdao (3.7) pode ser compreendida a partir das expressdes (3.5) e (3.6). A
expressdo a seguir ¢ demonstrado que |d(x, ceopt) — d(¥ji» Ceopt)| S€TA sempre maior ou
igual em relagdo a d(x, Cj) —d(y;i ¢)|. Pan e seus colegas afirmam que em uma
comparagdo com 0 kMANN, o KMC-EOTI-FS pode ndo s6 desprezar as instancias menos
relevantes, proximas do centro do grupo mais proximos, quanto desprezar as instancias
menos relevantes mais distantes do centro dos grupos mais proximos.
|d(x, cope) = A ()i cope) | = |d(x, ceope) = A(jir Ceope)| 2 |d(x. ;) = d (1 ¢7)]
(3.7)

Por fim, com base no KMC-EOTI-FS conclui-se que se a Expressao (3.8) for verdadeira,

pode-se desprezar as instincias y; ;.

|d(x; Ceopt) - d(yj,iiceopt)| > dk (38)
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Algoritmo KMC-EOTI-FS

Fase 1: fase de agrupamento (offline)

Entrada: T: conjunto de instancias; N: numero de instédncias em T; M: numero
de grupos a serem formados em T, onde M = VN.

Saida: {Cﬁﬁq.: M grupos de instédncias em T; {qﬁllz M respectivos centros dos
grupos de instancias em T; b}ﬁllz M respectivos raios dos grupos de insténcias
em T, onde o raio 1; de um grupo Q é definido pela maior distédncia entre o

centro do grupo G e uma instancia dentro do grupo Ci;

]I
Nj . ~ . . ~ .
Hd(yﬂbcﬂ,d(yﬁpc"mx)hilﬂil:dlstan01a de cada insténcia y ao centro do grupo que
a contém, estes centros sdo definidos por definidos por ¢ e a disténcia de
cada instancia y para o agrupamento mais distante. Aqui N; representa o numero

de instéancias do grupo (.

Procedimento: algoritmo de agrupamento k-Means (MacQueen, 1967).

Fase 2: fase de busca propriamente (online)

Entrada: x: instdncia & qual se busca, em T, instédncias mais prdximas a ela;

k: numero de instédncias similares que se quer buscar.

Usa: saidas da Fase 1 (offline).

saida: {yM¥}¥_,: conjunto das k instadncias de T mais similares a x.

Computar as distdncias euclidianas {d(x,o)ﬂil.

Ordenar {d(x,¢)}L, para obter {d(x,¢/)}}L;, onde d(x,c;) <d(x,c3) < - < d(x,cpy).
Para o grupo mais préximo a x, (i, computar as distadncias euclidianas
{dC&yLQﬂgl, isto é, as distancias de x a cada instadncia y do Grupo Cj.
Ordenar [d(x,yl_i)]?gl para localizar as k insténcias correntes mais similares a x;
Inserir essas insténcias em {y"}°,, n = k, e fazer d; =ylN.

para j := 2 até M faga

se d(xﬂf)——ﬁ*<ch entdo // Primeira fonte de economia de cdlculos
// de distancia (Expressdo 3.1). Aqui 7" € o raio do grupo (. Se

// este teste é falso, entdo ndo é necessario calculos de

// disténcias entre x e as insténcias do Grupo (.

para i := 1 até N/ faga
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ld(x, cj) —dWjicjl,
l[d(x, cmax) = AV i, Cmax)|

405, Ceope) = Ay Caope)| = max |
se |d(X,Ceopt) — d(yj,l-, ceopt)| > d;, entdo
// Segunda fonte de economia de cé&lculos de disténcias
// (Express&o 3.8). Nao é necesséario o célculo de d(x,y;;) -
senéo
{
Calcular a disténcia euclidiana d(x,y;;) .

se d(x,y;;) < d, entdo

Fazer n = n + 1 e inserir y;; em {y"}i,.

}

Ordenar {d(x,yM)}L,.

Reduzir {y¥¥}", para n = k instdncias mais préximas (mais similares) .
Fazer dy = (x,y'V).

}

Retornar como saida {yM}k,.

Figura 3.8: Pseudocodigo do algoritmo KMC-EOTI-FS.

Exemplo 3.3. Mantendo a conformidade dos exemplos anteriores, sera utilizado o

mesmo conjunto de instancias apresentado na Secdo 3.2 Figura 3.4.
Considera-se a instancia de entrada para busca, sendo,
x =(3.0, 3.0).

Na fase de agrupamento do KMC-EOTI-FS, faz o uso do algoritmo k-Means, o qual
induziu um agrupamento com os mesmos M = 3 grupos mostrados na Secdo 3.2

Exemplo 3.1.

Neste exemplo serd realizada a busca das £ = 2 instancias mais similares a instancia

de entrada x.
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A fase de busca do algoritmo, inicia-se computando as distancias de x para o centro
de cada um dos grupos (linha 2) e deve-se ordenar as distancias computadas de forma
ascendente (linha 3), os resultados para esta execug@o sdo os mesmos em relacdo aos

apresentados na Secdo 3.2 Tabela 3.1.

A linhas iniciais do KMC-EOTI-FS sdo semelhantes aos demais algoritmos
apresentados, logo, através das linhas 4, 5 e 6, obtém-se as distancias das instancias
que tendem a as mais similares a instancia x, portanto, deve-se inserir as instancias

no conjunto de instdncias mais similares (linha 7),
{yMN3r_ = {[(3.0,1.0), (1.0,2.0), (5.0,1.0)]3},
e atualizar d;, = 2.23.

O préximo grupo que deve ser percorrido € o grupo G2, a fim de, verificar se existem

outras instancias mais similares a instancia x (linha 10).

Desta forma, através da Expressdo (3.1) ¢ verificado, d(x,c,) — 15, € menor em

relacdo a dy, ou seja,
3.16 — 7.07 < 2.23,
logo,
—3.91 < 2.23.

Obtendo resultado verdadeiro pela Expressao (3.1), deve-se percorrer cada uma das

instancias do grupo G2, sendo 17 a primeira instancia.

Aqui ocorre a proposta empregada para o KMC-EOTI-FS, por Pan et al. (2020),
objetivando acelerar a fase de busca do A-NN, onde, ¢ utilizado a Expressao (3.6)
com objetivo de desprezar as instancias mais distantes do centro do grupo (linha 17),

com isso, primeiramente sabe-se que para a instancia 17, d(yj,i, cmax) =

arg maxs=1 2. um |d(yj,i, c;‘)| ¢ definido pelas Expressoes (3.5) e (3.6), sendo,
d()’z,p Cmax) = 8.0,
logo,

3.16 — 1.0|,
|d(x, Ceopt) - d(yj,i: Ceopt)l = max {| 6.7 — 8.O|I }’

portanto,
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|d(x, ceopt) — d(yj,i,ceopt)| = 2.16.

Com isso, pela Expressao (3.8) |d(x, ceopt) — d(yj,i, ceopt)| ¢ menor em relacdo a
dy, deve ser computado calculo de distancia de x para 17, e, verificar se I7 pode ser
inserido no conjunto {yNV¥}"_, (linhas 23 ¢ 24), computando d(x,17) = 3.6, logo,
3.16 > 2.23. Despreza-se a instancia 17.

A préxima instancia a se verificar € a instancia I8, sendo que pelas Expressoes (3.5)

¢ (3.6), obtém-se,

d(yZ,ZI Cmax) =7.07,
logo,

3.16 — 1.0|,
|d(x, ceopt) - d(}’j,i: Ceopt)l = max {||6.7 - 7.o7||}’

portanto,

|d(x, ceopt) — d(yj,i,ceopt)| = 2.16.

Pela Expressdo (3.8), 2.16 < 2.23, ou seja, assim como a instancia I7, devera ser
computado calculo de distancia de x para I8, e, verificar se a instancia I8 deve ou nao

ser desprezada.
Computando d(x, [8) =4.12, logo, 4.12 > 2.23, deve-se desprezar a instancia I8.

Para a ultima instancia do grupo G2, pelas Expressoes (3.5) e (3.6), temos,

d(y2,3l Cmax) =6.08,
logo,

3.16 — 1.41],
|d(x, ce,,pt) - d()’j,i: Ceopt)l = max {||6.7 - 6.08|| }’

portanto,

|d(x, ceopt) — d(yj,i,ceopt)| = 1.41.

Pela Expressao (3.8), 1.41 < 2.23, com isso, deve-se computar calculo de distancia

para I9 (linha 23) e verificar sua inclusdo no conjunto {y¥V}™_,.

Para I9, computando d(x, [9) = 2.0, logo, 2.0 < 2.23, portanto, deve-se incluir I9 no
conjunto {y¥V}1_,, logo, {yM1_, = {[(3.0,1.0), (1.0, 2.0), (5.0, 1.0), (3.0,5.0)]}.
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O algoritmo ordenard e reduzira o conjunto das instancias mais proximas para obter

as k instancias mais similares a instancia x (linhas 29 e 30), obtendo,
VI, = {[(3.0,1.0), (3.0,5.0)]3,
e redefinir o valor para d;, = 2.0 (linha 31).
O tltimo grupo a se verificar pela Expressdo (3.1) ¢ o G3 (linha 10), considerando,
6.7 — 8.0 < 2.0,
entao,
-1.3<2.0.

A expressdo sendo verdadeira, deve-se percorrer cada uma das instancias de G3,

sendo I4 a primeira instancia.
Pelas Expressdes (3.5) e (3.6),
d(y3,1' Cmax) =7.07,

logo,

|d(x, Ceope) = A (V) Ceope)| = max {”2;:;_&']}
portanto,
|d(x, ceopt) — d(yj’i,ceopt)| = 5.7.
Com o resultado da Expressao (3.6), verifica-se pela Expressao (3.8),
5.7 > 2.0,

logo, obtendo resultado verdadeiro, deve-se computar calculo de distancia para a
instancia 14, e, verificando a distancia de x para a instancia 14, onde, 6.32 > 2.0

(linhas 23 e 24). Despreza-se a instancia 14.

Para a instancia 15, pelas Expressoes (3.5) e (3.6), temos,
d(}’3,2' Cmax) = 6.4,

logo,

6.7 — 1.0|,
|d(x, Ceopt) - d(yj,i' Ceopt)l = max {||6.7 - 6.4||}’

portanto,
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|d(x, ceopt) — d(yj’i,ceopt)| = 5.7.

Com o resultado da Expressdo (3.6), verifica-se pela Expressdo (3.8), o resultado
produzido € igual em relacdo a instancia 14, logo, considerando o calculo de
distancia de x para I5, onde, 5.85 > 2.0 (linhas 23 e 24). Despreza-se a instancia

I5.

A tltima instancia deste grupo, 16, uma vez que pelas Expressodes (3.5) e (3.6),
produzird o mesmo resultado das instancias 4 e 15, computa-se calculo de
distancia de x para 16, onde, 7.21 > 2.0 (linhas 23 e 24). Despreza-se, também,

a instancia I6.

Por fim, o algoritmo devera ordenar, reduzir e atualizar o valor de d;, através das

linhas 29, 30 e 31. Obtendo, {y"¥}"_, = {[(3.0,1.0), (3.0,5.0)]} e d;, = 2.0.

Ao seu termino, o algoritmo retornara o conjunto das instdncias mais similares a x,

{s}5=1 = {[(3.0,1.0), (3.0,5.0)]}.
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Capitulo 4
Algoritmo AM++kNN

Este capitulo descreve o algoritmo proposto, denominado kM++kNN. A Se¢do 4.1
discute a principal ideia que inspirou o desenvolvimento do algoritmo. A Se¢do 4.2

apresenta o algoritmo kM++kNN dando foco para as diferencas entre ele e o algoritmo

kMENN.
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4.1 — Ideia para um Novo Algoritmo

O KMANN (Xueyi, 2012) vem sendo citado como um algoritmo rapido para buscar k
instancias mais similares a uma instancia x em um conjunto de instancias 7 (Pan et al.,
2020). Em sua fase de pré-processamento o algoritmo induz um agrupamento (conjunto
de grupos) no conjunto de instancias dado como entrada. Na fase de busca o AMANN usa
o conceito de desigualdade triangular como estratégia de estratégia de exclusdo no sentido
de limitar o numero de grupos ou o nimero de instdncias dentro de grupos em que as
instancias devem ser buscadas, em vez de considerar todo o espaco compreendido pelo

conjunto de instancias.

O kKMANN emprega o algoritmo k-Means (MacQueen, 1967) para formar o agrupamento
da fase de pré-processamento. O agrupamento formado pelo kA-Means depende de um
processo de escolha aleatdria dos centroides iniciais dos grupos que formardo o
agrupamento final. Isto pode produzir situagdes nem sempre desejaveis como, por
exemplo, escolher para centroides instancias com valores extremos ou instancias muito
proximas (similares) uma das outras. O agrupamento formado afeta a fase de busca na
medida em que grupos muito proximos uns dos outros tendem a ndo serem excluidos
pelas estratégias de economia de célculos de distancia empregadas, quando da busca de

uma instancia x dentro destes grupos.

O algoritmo k-Means++ (Arthur & Vassilvitskii, 2007), funciona de forma similar ao 4-
Means, mas utiliza uma estratégia de escolha de centroides iniciais que tende a eleger
instancias mais distantes unas das outras e, por fim, tende a induzir agrupamentos
contendo grupos mais distantes uns dos outros. E possivel que isto otimize o uso das

estratégias de economia de célculos de distancias na fase de busca.

A principal ideia do algoritmo proposto ¢ utilizar o algoritmo k-Means++ para formar
um agrupamento na fase de pré-processamento. O novo algoritmo se diferencia do

algoritmo AMANN em mais alguns detalhes, conforme esté escrito na proxima secao.

4.2 — O algoritmo AM++kNN

A principal diferenga entre o algoritmo que esta sendo proposto e o algoritmo kAMANN ¢
o emprego do algoritmo k-Means++ na fase de pré-processamento. O nome dado a este

algoritmo, AM++kNN foi composto para lembrar deste importante fato. O nome ¢ uma
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jung¢do de “AM++", uma contracdo do termo “k-Means++ ", com “A-NN”, uma referéncia

ao algoritmo A-NN.

O pseudocodigo do algoritmo AM++ANN esta apresentado na Figura 4.1. O
funcionamento do algoritmo AM++kNN ¢ muito parecido com o do kAMANN, de modo
que muito do que foi explicado no Capitulo 3 sobre o funcionamento do algoritmo
kMANN aplica-se também ao algoritmo AM++ANN. No entanto, o algoritmo AM-++ikNN

se diferencia do algoritmo AMANN nos seguintes aspectos:
e Fase de pré-processamento:

o Emprega, como ja foi mencionado, o algoritmo de agrupamento k-

Means++ para formar o agrupamento.
e Fase de busca propriamente:

o Emprega como a expressdo d(x,y;;) < di, para economia de calculos de
distincia em vez da expressdo d(x, y;;) < dj usada no algoritmo AMANN

(Linha 23, Figura 4.1).

o Nao prescindir, para seu correto funcionamento, que o algoritmo de
agrupamento induza k£ ou mais instancias para o grupo mais proximo a
instancia que se quer buscar as k instdncias mais proximas. O algoritmo
kMANN necessita, para seu correto funcionamento, que o grupo mais

proximo contenha, pelo menos, k instancias (Linhas 4 a 7, Figura 4.1).
Algoritmo kM++kNN

Fase 1: fase de pré-processamento (offline)

Entrada: T: conjunto de instancias; N: numero de instdncias em T; M: nUmero

de grupos a serem formados em T, onde M = VN.

Saida: ﬂﬁﬁil-: M grupos de instédncias em T; {q}ﬁlz M respectivos centros dos
grupos de instdncias em T; ﬁyﬁllz M respectivos raios dos grupos de

instdncias em T, onde o raio 1;

7 de um grupo q é definido pela maior disténcia

entre o centro do grupo C

; e uma instédncia dentro do grupo (j;

jl
N.

Hd(y”,q)hilﬁllzdisténcia de cada instancia y ao centro do grupo que a contém.

Aqui N; representa o numero de insténcias do grupo (.

Procedimento: algoritmo de agrupamento k-Means++ (Arthur & Vassilvitskii,

2007) .

Fase 2: fase de busca propriamente (online)
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Entrada: x: instdncia a qual se busca, em T, instdncias mais prbéximas a ela;

k: numero de insténcias similares que se quer buscar.
Usa: saidas da Fase 1 (offline).

Saida: {yM}¥_,: conjunto das k instadncias de T mais similares a x.

Computar as distdncias euclidianas {d(x,o)ﬂil.

Ordenar {d(x,¢)}L, para obter {d(x,¢/)}}L;, onde d(x,c;) <d(x,c3) < - < d(x,cpy).

Para o grupo mais préximo a x, Cf, computar as distadncias euclidianas
{dC&yLQﬁgl, isto é, as distancias de x a cada instadncia y do Grupo Cj.
Ordenar {d@;yu)ﬁflpara achar u £ k instdncias correntes mais similares a x;
Inserir essas insténcias em {y¥},, n = u, e fazer d;, = y'V.

para j := 2 até M faga

se d(xﬂf)——ﬁ*<ch entdo // Primeira fonte de economia de cdlculos
// de distancia (Expressdo 3.1). Aqui 7" &€ o raio do grupo (. Se

// este teste é falso, entdo ndo é necessario calculos de

// disténcias entre x e as insténcias do Grupo (.

para i := 1 até N/ faga

se |d(x, cj*) —dWju¢) | > d, entéo
// Segunda fonte de economia de célculos de disténcias
// (Express&o 3.2). Nao é necesséario o célculo de d(x,y;;) -

senao

Calcular a disténcia euclidiana d(x,y;;) .
se d(x,y;;) < d, entéo

Fazer n = n + 1 e inserir y;; em {y"}i,.
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27
28
29
30
31
32
33

}
Ordenar {d(x,yM)}L,.
Reduzir {y¥¥}"_, para n = k instdncias mais préximas (mais similares) .
Fazer dy = (x,y'V).
}

Retornar como saida {yM}k,.

Figura 4.1: Pseudocodigo do algoritmo AM++kNN

60



Capitulo 5
Metodologia da Pesquisa

Este capitulo descreve a metodologia de pesquisa adotada nesta dissertagdo. A Se¢do 5.1
apresenta a metodologia adotada para a condugdo da pesquisa e desenvolvimento dos
experimentos que foram realizados. A Se¢do 5.2 aborda o ambiente de experimentagdo,
apresentando dados sobre o hardware utilizado, bem como dados sobre o IDE
(Integrated Development Environment) de desenvolvimento, linguagem de programacdo
e bibliotecas utilizadas. A Se¢do 5.3, descreve os conjuntos de instancias utilizados nos
experimentos, apresentando suas caracteristicas e também os algoritmos utilizados para
a experimentagdo. A Se¢do 5.4 apresenta a estratégia de valida¢do cruzada utilizada na
implementagdo dos experimentos. A Se¢do 5.5 faz referéncia aos indices de desempenho
utilizados na analise dos experimentos, a fim de comparar resultados entre os algoritmos.
Por fim, a Secdo 5.6 apresenta detalhadamente o método utilizado na realiza¢do dos

experimentos.
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5.1 — Metodologia de Conducio da Pesquisa e de Execucdo dos Experimentos

A metodologia utilizada nesta pesquisa envolve as seguintes etapas:

(1) Pesquisa (Levantamento) bibliografica de algoritmos que objetivam acelerar o
processo de busca exata do algoritmo A-NN. A pesquisa concentrou-se em
algoritmos da classe ENN, subcategoria baseada em grupos e que utilizam o
conceito de desigualdade triangular (vide Capitulo 1). A pesquisa resultou nos trés
algoritmos descritos no Capitulo 3.

(2) Estudo e entendimento dos algoritmos identificados na literatura. O resultado do
estudo esta relatado no Capitulo 3.

(3) Proposta de um novo algoritmo como contribui¢do original deste trabalho aos
esforcos de reducao do tempo de busca do algoritmo £-NN. O algoritmo proposto
foi descrito no Capitulo 4.

(4) Estudo e a proposta de um ambiente para experimentacdo (hardware, sistema
operacional, linguagem, IDE, compilador/interpretador).

(5) Implementacao dos algoritmos que sdao abordados neste estudo.

(6) Selecao dos conjuntos de instancias a serem utilizados em experimentos com 0s
algoritmos estudados.

(7) Proposta de uma metodologia para experimentacao, tendo em vista a comparagao
entre os algoritmos estudados, no que se refere a redugdo de célculos de distancia
e de tempo de execugao.

(8) Discussao dos resultados dos experimentos e a inferéncia de conclusdes.

A Figura 5.1 ilustra as etapas que integram esta metodologia de pesquisa.
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Proposta de um
= L novo algoritmo,
Pesquisa Estudo dos
1 Bibliografica dos 2 algoritmos 3 ct?m(? ~
algoritmos pesquisados contribuicao
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trabalho
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O eshuio 6 2 Implementag&o conjuntos de
4 par;%?::‘a:edeal:ran 5 dos algoritmos instancias a
bl . abordados serem utilizados
experimentacao
nos experimentos
2 Método de T
; experimentagao Di =
: iscussao de
7 e per[nlte 8 resultados
5 comparagao dos
algoritmos

Figura 5.1: Etapas da metodologia de pesquisa.

As etapas 1, 2 e 3 foram abordadas anteriormente e estdo relatadas nos capitulos 2, 3 e 4
respectivamente. As etapas 4, 6 e 7 serdo tratadas neste capitulo. A Secdo 5.2 descreve o
ambiente de software proposto e a Se¢do 5.3 os conjuntos de instancias selecionados para
os experimentos desta pesquisa (etapas 4 e 6). A Etapa 7 da metodologia esta detalhada

na Se¢do 5.4. A Etapa 8 esta descrita no Capitulo 6.

5.2 — Ambiente para Experimentacio

Para a implementacdo dos algoritmos foi utilizada a linguagem Python, fazendo uso da
IDE de programagdo PyCharm (JetBrains, 2022). A escolha desta IDE para
implementagdo dos algoritmos, tem por motivo ser uma IDE desenvolvida genuinamente
para linguagem Python e por possuir caracteristicas que auxiliam o processo de depuracdo
do algoritmo, como por exemplo: pontos de parada (Break Points) e painéis que permitem
andlise em tempo de execucdo. A IDE PyCharm (JetBrains, 2022) também possui facil
integracdo com o gerenciador de bibliotecas da linguagem Python, o que auxilia no
processo de desenvolvimento de modo que a propria IDE faz sugestdes de importagdo de
bibliotecas. As bibliotecas utilizadas nas implementacdes dos algoritmos sdo numpy
(NumPy, 2022), math (Python, 2022), scikit-learn (Scikit Learn, 2022), csv (Python,
2022), pandas (NumFocus, 2022) e datetime (Python, 2022). Os algoritmos sao

executados na IDE PyCharm (JetBrains, 2022) apenas na fase de implementagdo e
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depuracdo. Na fase de experimentacdo os algoritmos sdo executados via Python Shell
(Python, 2022) a fim de garantir que processos que executam na IDE PyCharm (JetBrains,
2021) ndo interfiram na apuragao dos resultados, especialmente na medida dos tempos de
processamento. O hardware utilizado conta com uma CPU 15-580, operando a 2.5 GHz,

memoria DDR3 de 8 GB executando o sistema operacional Windows 10 Pro.

5.3 — Conjuntos de Instincias Selecionados para os Experimentos

Nos experimentos foram utilizados 8 conjuntos de instancias de diferentes tamanhos e
dimensdes (Tabela 5.1). Tais conjuntos de instancias foram escolhidos para facilitar a
comparagdo com os experimentos relatados em Pan ef al. (2020) que fazem uso destes

mesmos conjuntos de instancias.
Todos os conjuntos de instancias foram obtidos do repositorio UCI (Dua & Graff, 2021).

A Tabela 5.1 lista os conjuntos de instancias utilizados, informando os seus nomes,
niamero de instancias, nimero de atributos e uma breve descricdo do dominio a que

pertencem.

Tabela 5.1: Conjuntos de Instancias selecionados para execu¢do dos experimentos,
extraidos do repositorio da UCI (Dua & Graff, 2021).

Nome Numero de Numero de Dominio
Instiancias Atributos
Arcene 900 10000 Tipos de Cancer
Multiplefeatures 2000 649 Numeros Manuscritos
GasSensors 13910 128 Sensores Quimicos
Spambase 4601 57 E-mails
Waveform 5000 40 Fisica
DUWWTP 527 38 Sensores de Agua
Shuttle 58000 9 Transportadoras
Slide 53500 384 ;r;‘f:;zgz

A Tabela 5.2 apresenta os algoritmos utilizados nos experimentos, estes algoritmos foram

apresentados no Capitulo 3 e no Capitulo 4.
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Tabela 5.2: Relagdo dos algoritmos utilizados nos experimentos e os capitulos onde
foram descritos.

Algoritmo Capitulo
k-NN 3
kMENN 3
KMC-OTI-FS 3
KMC-EOTI-FS 3
KM++kNN 4

5.4 — Estratégia de Valida¢iao Cruzada

O processo de experimentagdo utiliza a estratégia de validagdo cruzada. Especificamente
a estratégia utilizada ¢ conhecida como s-fold (Bishop, 2011) e sera realizada com 10
dobras. O método de validacdo cruzada s-fold ndo foi usado para validagao propriamente,
como ¢ caso de muitos trabalhos em aprendizado supervisionado. O método foi escolhido
pois ¢ empregado em trabalhos correlatos a este, € também por que permite gerar um
nimero maior de testes do seria possivel apenas com, por exemplo, uma busca sobre a

numero de instancias dos conjuntos de instancias utilizados.

Nestas condigdes, sendo N o nlimero de instdncias de um conjunto de instancias, cada
dobra contém MN/10 instancias de teste ¢ N' = N — N/10 instancias de treinamento.
Assim, o nimero de buscas em cada experimento ¢ dado por N/10 instincias de teste
vezes 10 dobras, ou seja, € igual a O = N buscas. Para um algoritmo que realiza busca
exaustiva de cada instancia de teste nas instancias de treinamento, como € o caso do
algoritmo A-NN, o nimero de célculos de distancia (denotado por ci.nn) a ser realizado €

igual a
Ck—NN =QN'=N(N—N/10)=N2—N2/1O (51)

Por exemplo, considerando o conjunto de instancias Arcene, que possui N = 900
instancias, cada experimento com este conjunto realiza Q = 900 buscas em conjuntos de
treinamento de N' = 900 —900/10 = 810 instancias e o numero de calculos de
distancia, realizado por um algoritmo que faz buscas exaustivas como o £-NN, ¢ igual a

Cr—nN = 9002 —900%/10 =7.29 x 10° calculos de distancias.
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A codificagdo utiliza um algoritmo da biblioteca scikit-learn (Scikit Learn, 2022) fazendo

implementando a estratégia s-fold.
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5.5 — Indices de Desempenho

A comparagdo entre algoritmos ¢ realizada via indices de desempenho definidos em
relacdo ao desempenho do algoritmo A-NN. Dois indices sdo definidos, um deles para
indicar o desempenho de um algoritmo relativo a calculos de distdncia e o outro em

relacdo a redugdo do tempo de computagdo. Estes indices sdo os seguintes:

e RRDC (Panetal.,2020), taxa de reducdo de calculos de distancia, dada em termos
percentuais por RRDC = 100 (1 — c/cknn), onde ¢ é o niimero de célculos de
distancia realizados por um algoritmo em um experimento com um conjunto de
instancias e ci.n~ , dado pela Equacdo 5.1, ¢ o numero de célculos de distancia
realizado pelo algoritmo A-NN em um experimento com o mesmo conjunto de

instancias.

e RRST (Pan et al., 2020), taxa de reducdao do tempo de busca, dada em termos
percentuais por RRST =100 (1 —#/ #-nN), onde £ € o tempo gasto por um algoritmo
no experimento com um conjunto de instidncias e #iny € 0 tempo gasto pelo

algoritmo A~-NN em um experimento com mesmo conjunto de instancias.

Por exemplo, consideremos experimentos o conjunto de instdncias Arcene, que possui N
= 900 instancias, e os seguintes dados experimentais envolvendo um Algoritmo A e o

Algoritmo k-NN:
e Algoritmo A: ¢ =2.92 x 10° calculos de distancia computados em # =97 segundos.

e Algoritmo k~-NN: cx_nyy = 9002 —900%/10 = 7.29 x 10° célculos de distancias

computados em ¢ = 250 segundos.

Neste cenario experimental o indice RRDC = 100 (1 —2.92 x 10° / 7.29 x 10°) = 60 %,
indica que o Algoritmo A reduziu em sessenta porcento o nimero de calculos de distancia
em relacdo ao algoritmo £-NN. Ja o indice RRST =100 (1 —97/250) = 61 %, indica que
o Algoritmo A reduziu em sessenta e um porcento o tempo de computagdo em relagdo ao

algoritmo A-NN.

5.6 — Método de Experimentacio

Na experimentac¢do realizou-se seguintes etapas:

(1) Obtencao dos conjuntos de instancias no repositorio UCI (Dua & Graff, 2021).
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Os conjuntos de instancias utilizados sdo de uso livre.

(2) Execugdo do algoritmo A-NN via interpretador Python Shell e obtencao do
numero de calculos de distancia e do tempo de computagdo em cada experimento
envolvendo cada um dos conjuntos de instancias. Para cada conjunto de instancia
serdo realizados quatro experimentos, cada um deles para o valor de & igual a 10,
50, 100 e 200, em que k ¢ o nimero de instancias mais similares a uma instancia

x fornecida como entrada, a serem computadas.

(3) Execugdo dos algoritmos kAMANN, KCM-OTI-FS, KMC-EOTI-FS e AM++kNN
através do Python Shell e obten¢do do niimero de célculos de distancia e do tempo
de computacdo em cada experimento envolvendo cada um dos conjuntos de
instancias. Para cada conjunto de instancia serdo realizados quatro experimentos,
cada um deles para o valor de k igual a 10, 50, 100 e 200, em que & ¢ o nimero de

mais similares a serem computadas.

(4) Calculo do indice RRDC para cada um dos algoritmos AMANN, KCM-OTI-FS,
KMC-EOTI-FS e kM ++kNN.

(5) Calculo do indice RRST para cada um dos algoritmos AMANN, KCM-OTI-FS,
KMC-EOTI-FS ¢ kM ++kNN.

(6) Tabulagao dos resultados obtidos nas etapas (2), (3), (4) e (5).

Na tabulagdo dos resultados utiliza-se aplica¢do de planilha eletronica, com o

intuito de apresentar lado a lado os resultados obtidos.

(7) Comparagdo dos indices RRDC e RRST entre algoritmos, a fim de verificar as

taxas de reducdo em relagdo ao algoritmo k-NN.

A Figura 5.2 ilustra os passos deste método de experimentacdo em forma de

fluxograma, e como pode ser reproduzido.
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Inicio

1 - Obter os conjuntos
de instancias.

Para cada conjunto de

{nstancias, fazer as execugdes
para k = 10, 50, 100 e 200

Para cada T faga

Retorna para o préximo T-

2 - Executar e obter
resultados do k-NN.

3 - Executar e obter
resultados do kMANN;
KMC-OTI-FS; KMC-
EOTI-FS; kM++kNN.

4 - Obtencao do indice
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algoritmo.
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| RRST pgra cada 6 - Tabular resultados. | resultados gerados.
algoritmo.
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* T= Conjunto de Instancias /},,\
\
o

Figura 5.2: Fluxograma do método de experimentagdo para implementacao, execugao e
obtencao de resultados dos algoritmos.

Na execucao dos experimentos, apds a realizacao da Etapa 1, hd uma repeticao das Etapas
2, 3 e 4, ¢ importante ressaltar de que, para cada um dos conjuntos de instancias obtidos,
estas instdncias serdo embaralhadas antes de serem fornecidas como entrada dos

algoritmos para suas execucdes.
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Capitulo 6
Resultados e Discussao

Este capitulo apresenta os resultados dos experimentos realizados de acordo com o
método de experimentagdo detalhado no Capitulo 5. A Se¢do 6.1 apresenta os resultados

dos experimentos realizados e a Se¢do 6.2 discute estes resultados.
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6.1 — Resultados

Os resultados apresentados nesta secdo foram obtidos empregando o método de
experimentacdo detalhado no Capitulo 5. A Tabela 6.1 sintetiza os resultados, utilizando
os seguintes simbolos e siglas: 7— Conjunto de instancias; N — numero de instancias de
T; D — nimero de dimensoes das instancias de T kK — nimero de instancias mais similares
buscadas; ci-ny — numero de calculos de distancias; #-~~ — tempo de execugdo; RRDC —
taxa de reducdo de célculos de distancia; RRST — taxa de redugdo de tempo de busca. O
tempo de execucdo do algoritmo k-NN esta estabelecido em segundos e os indices RRDC

e RRST estdo descritos em termos percentuais.

Os melhores indices RRDC e RRST, na comparacdo geral entre todos os algoritmos
experimentados, estdo destacados em negrito. Especificamente, na comparagao particular
entre os algoritmos AM++kNN e kMANN, os melhores indices RRDC e RRST estao

destacados entre parénteses.

Tabela 6.1: Resultados dos Experimentos.

T: k-NN: kMENN: KMC-OTI-FS: KMC-EOTI- kM++kNN:

N D k Ck-NN | RRDC (%) | RRDC (%) | FS: RRDC (%) RRDC (%) |

’ ti-NN (S) RRST (%) RRST (%) | RRST (%) RRST (%)
10 729 % 10° 64159 70162 58165 (75) | (61)

Arcene: 50 ’ 61160 71156 59161 (74) | (61)
900, 10000 100 37‘73 6058 58152 55156 (71)] (60)
200 59156 48 141 44145 (71) | (58)
10 550 x 10° 8676 8974 89|85 (90) | (78)
DUWWTP: 50 ’ 71156 77156 73159 (78) | (61)
527,38 100 23‘7 58140 6643 64148 (72) ] (65)
200 42124 46|24 4528 (72)|(59)
10 174 x 10° 93192 99|92 9994 (97)1(93)
GasSensors: 50 ’ 94|88 99 | 88 98191 (96)(93)
13910, 128 100 92‘3 9086 98389 9791 (95)1(91)
200 90|78 9480 9184 (94)](83)
10 3.60 % 10° 8580 9383 90 | 86 (93)](83)
Multiplefeatures: 50 ’ 78172 81|78 80|73 (88) | (76)
2000, 649 100 ) 5‘8 . 73 [ 66 7772 75|72 (82) [(70)
200 68158 70 60 6862 (74) | (61)
10 ) 95|92 99|91 99|93 (99) | (98)
Slice: 50 258 x 10 9485 9986 98 [89 98)[(92)
53500, 384 100 106‘272 9181 9977 9880 (98)](89)
200 90175 98 68 9671 (96)] (83)
10 3,03 x 10° 9784 9978 9992 99)](89)
Shuttle: 50 : 96| 83 99|68 97190 (98) [ (39)
58000, 9 100 41‘28 95|82 9956 9787 (98)](90)
200 93177 99 147 96| 87 97) (87
10 1oL % 167 88179 9384 93190 (92)](84)
Spambase: 50 : 86|77 9283 91|89 (90) [ (81)
4601, 57 100 8(‘)0 83173 9176 90 | 87 (89)](79)
200 76| 61 89|73 8877 (82)[(70)
10 ; 11[8 23]-14 19]9 23)]9)
Waveform: 50 225 x 10 713 13]-31 10]5 (19)|(5)
5000, 40 100 44‘10 50-1 1]-35 0]-7 12|
200 309 0]-49 0]-16 12) [ (1)
Média 71162 76|57 74| 66 (79) | (69)
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6.2 — Discussao

Experimentos deste Trabalho versus Experimentos Publicados

Pan et al. (2020) relata experimentos com os algoritmos k-NN, kAMANN, KMC-OTI-FS,
KMC-EOTI-FS utilizando sobre os mesmos conjuntos de instancias utilizados nos
experimentos descritos neste trabalho. Xueyi (2012) também relata experimentos com os
algoritmos A-NN e AMANN utilizando os conjuntos de instancias Arcene,

Multiplefeatures e Spambase.

Os resultados dos experimentos com os algoritmos A-NN, AMANN, KMC-OTI-FS, KMC-
EOTI-FS apresentados nesse trabalho, sdo consistentes com os resultados relatados em
Pan et al. (2020) e Xueyi (2012) tanto em relagdo a taxa RRDC quanto em relagdo a taxa
RRST. Diferengas entre os experimentos apresentados nesse trabalho e os relatados nos
trabalhos citados sdo compreensiveis, considerando que as instancias de cada conjunto de
instancias sdo embaralhadas no inicio de cada experimento e a ordem em que elas sdo
tomadas pelos algoritmos afeta a taxa de reducdo de calculos de distancia e a taxa de

reducdo do tempo de busca.
kM~++kNN Versus kKMENN

Em todos os experimentos realizados, o algoritmo AM++kNN apresentou maior taxa de
reducdo de célculos de distancia e maior taxa de redug¢do de tempo de busca do que o
algoritmo AMANN. A Tabela 6.1 destaca entre parénteses os maiores valores, experimento
por experimento, das taxas RRDC e RRST. Para os experimentos realizados, o algoritmo
kM++ENN apresentou a média de 79% da taxa RRDC contra a média de 71% apresentada
pelo algoritmo kAMANN. Em média, a redugdo do tempo de busca também ¢ favoravel ao
algoritmo AM-++ANN, sendo de 69% da taxa RRST contra 62% apresentada pelo
algoritmo kAMANN.

kM~++kNN Versus Outros Algoritmos Rapidos Estudados

Para os experimentos realizados, o desempenho médio do algoritmo AM++kNN, medido
pelos indices RRDC e RRST, ¢ melhor do que todos os demais algoritmos estudados. A
ultima linha da Tabela 6.1 apresenta a média dos indices RRDC e RRST obtido nos
experimentos realizados. O algoritmo AM++kNN apresentou indice RRDC médio igual
79% contra 76% do algoritmo KMC-OTI-FS e 74% do algoritmo KMC-EOTI-FS. O
indice médio RRST igual a 69%, apresentado pelo algoritmo AM++kNN, também supera
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os indices médios RRST apresentados pelos algoritmos KMC-OTI-FS (57%) ¢ KMC-
EOTI-FS (66%).

A complexidade de espaco do algoritmo AM++ANN ¢ igual a complexidade de espago do
algoritmo AMANN, afinal ambos utilizam as mesmas estruturas de dados. Denominando
S(N) a complexidade de espaco do algoritmo AMANN, Pan et al. (2020) calcula a
complexidade de espago do algoritmo KMC-OTI-FS em M S(N) e a complexidade de
espago do algoritmo KMC-EOTI-FS em 2 S(N), em que N ¢ o nimero de instancias do
conjunto de instancias, dado como entrada dos algoritmos, e M ¢ o nimero de grupos
formados na fase de pré-processamento dos algoritmos. Em aplicagdes envolvendo
conjunto de instdncias com grande numero de instidncias e/ou instancias com alta
dimensionalidade, em que o consumo de memoria ¢ um fator critico, a op¢do por
algoritmos com complexidade de espagco mais baixa pode ser definitiva, o que torna o
algoritmo KMC-OTI-FS apenas tedrico, inviavel na pratica, e pode fazer o algoritmo
KMC-EOTI-FS ser rejeitado em fungao da possibilidade de usar um outro algoritmo que

consome a metade da memoria que ele requer, como € o caso do algoritmo AM++ANN.

Além disso, ¢ preciso destacar que os algoritmos KMC-OTI-FS e KMC-EOTI-FS
utilizam estratégias de economia de calculo de distancias mais complicadas no sentido de

serem programadas do que os algoritmos AM++ANN.
Existem Explicagoes para estes Resultados?

Existem explicacdes para estes resultados? Uma resposta conclusiva a esta pergunta ainda
requer investigacdes, mas ¢ possivel que os resultados sejam explicados pela principal
diferenga entre os algoritmos kM++ANN e os algoritmos AMANN, KMC-OTI-FS, KMC-
EOTI-FS: enquanto o primeiro usa na fase de pré-processamento o algoritmo k-Means++
(Arthur, D. & Vassilvitskii, 2007), todos os demais algoritmos utilizam o algoritmo -
Means (MacQueen, 1967). O ponto de partida dos algoritmos k-Means++ e k-Means ¢ a
escolha dos centroides iniciais dos grupos que comporao o agrupamento final que sera
induzido pelos algoritmos. Ressalta-se que o agrupamento final induzido pelos algoritmos
depende da escolha dos centroides iniciais dos grupos. O algoritmo k-Means sorteia de
forma aleatoria os centroides iniciais dos grupos e isto pode produzir situagdes nem
sempre desejaveis como, por exemplo, escolher para centroides instancias com valores
extremos ou instancias muito proximas (similares) uma das outras. J4 o k-Means++
utiliza uma estratégia de escolha de centroides iniciais que tende a eleger instancias mais
distantes umas das outras. Isto faz com que o agrupamento formado na fase de pré-
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processamento do algoritmo kM++kNN contenham grupos mais distantes uns dos outros,

otimizando assim o uso das estratégias de economia de célculos de distancias.
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Capitulo 7
Conclusoes e Trabalhos
Futuros

Este capitulo descreve em sua Se¢do 7.1 as conclusoes deste trabalho. Trabalhos futuros

sdo descritos na Secdo 7.2.
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7.1 — Conclusoes

Este trabalho propde o algoritmo AM++ANN como alternativa para acelerar a fase de busca
do algoritmo A-NN e o compara experimentalmente com os algoritmos AMANN (Xueyi,
2012), KMC-OTI-FS e KMC-EOTI-FS (Pan et al, 2020), atualmente considerados
rapidos para o célculo exato das k instdncias mais similares a uma instancia x em um
conjunto de instdncias 7. Comum a estes algoritmos estd o fato de que eles utilizam
técnicas que os classificam, como definido no Capitulo 1, na categoria ENN, subcategoria
baseada em grupos, e que empregam o conceito de desigualdade triangular para acelerar a

fase de busca do algoritmo A-NN.

Considerando os experimentos realizados, os resultados sugerem que o desempenho
médio do algoritmo AM++ANN ¢é superior ao dos outros algoritmos rapidos estudados,
tanto em reducdo de calculos de distancias entre instancias (calculos de fungdes de
similaridade), quanto em reducdo de tempo de busca. Ademais ¢ importante mencionar
que o algoritmo kM-++kNN tem complexidade de espaco igual a do algoritmo AMANN,
mas inferior as complexidades de espago dos algoritmos KMC-OTI-FS e KMC-EOTI-FS.

Embora mais estudos e experimentos precisem ser realizados no futuro para compreender
melhor a relagdo de desempenho entre os algoritmos kAM++kNN e os demais algoritmos

estudados, estes resultados sdo animadores e inspiram novos trabalhos.

7.2 — Trabalhos Futuros

Experimentos com mais conjuntos de instancias podem contribuir para entender melhor

a relacdo de desempenho entre o algoritmo proposto e os demais algoritmos estudados.

O algoritmo AM++kNN, assim como os demais algoritmos estudados, formam na fase de
pré-processamento M = /N grupos. Xueyi (2012) e Pan et al. (2020) afirmam que este
numero foi escolhido empiricamente. No entanto, € razoavel hipotetizar que o valor de M
afeta o desempenho do algoritmo AM++ANN e tenha relacdo ndo s6 com o nimero N de
instancias, mas também com outras propriedades do conjunto de instancias, dado como
entrada do algoritmo. Estudos que investiguem a relacdo entre o niimero M e o

desempenho do algoritmo AM++kNN podem contribuir para a sua melhoria.

Os algoritmos AMANN, kAM++ANN, KMC-OTI-FS e KMC-EOTI-FS empregam diferentes

estratégias de desigualdade triangular, mas evidentemente ndo esgotam a possibilidade
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de uso do conceito de desigualdade triangular para acelerar a fase de busca do algoritmo
k-NN. Novas estratégias de uso do conceito de desigualdade triangular podem ser

propostas.

Os algoritmos estudados empregam métodos de agrupamento para particionar o espago
do conjunto de instancias e, com isto, estabelecem estratégias de exclusdo de grupos e de
instancias dentro de grupos, visando a otimizagdo do tempo de busca. Por outro lado,
algoritmos hierarquicos, utilizam a ideia de mapeamento do espago do conjunto de
instancias para melhorar a eficiéncia da busca. Sem deixar de lado métodos de
agrupamento, ¢ possivel que a hierarquizagdo dentro de cada grupo possa também

oferecer melhoria de desempenho da fase de busca do algoritmo £-NN.

Por fim, aplicagdes praticas frequentemente exigem inclusdes, exclusdes e alteracdes de
instancias de um conjunto de instdncias de forma dindmica. O estudo de métodos
eficientes para alterar dinamicamente as estruturas de dados pré-processadas utilizadas

pelo algoritmo AM++kNN ¢ um outro importante campo de investigacao.
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Apéndice I

Repositorio para o Codigo Fonte
do algoritmo kM++kNN, Escrito
em Phyton, e Conjuntos de
Instancias Utilizados

Este apéndice apresenta o repositorio para o codigo fonte do algoritmo kM++kNN,
escrito em Phyton. O repositorio também contém os conjuntos de instdancias utilizados

nos experimentos descritos nesta dissertagado.
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Como acessar o codigo fonte do AM++kNN

O codigo fonte do algoritmo AM++ANN esta disponibilizado no repositdrio
https://github.com/RaphaelSouza/kMpluspluskNN. Acessando o repositério, o usuario
terd condicdo de baixar o codigo fonte do algoritmo AM++kNN e os conjuntos de
instancias utilizados nos experimentos deste trabalho. A imagem abaixo apresenta o

arquivo para o algoritmo escrito em linguagem Python e a pasta com os conjuntos de

instancias.
¥ main ~ ¥ 1branch © 0 tags Go to file Add file ~ <> Code v
& RaphaelSouza Used datasets in the experiments 509e397 2 daysago ‘O 2 commits
datasets Used datasets in the experiments 2 days ago
[ kmplusplusknn.py Create kmplusplusknn.py 2 days ago

Ao clicar no arquivo do algoritmo AM++kNN, ¢ possivel visualizar o codigo fonte.
Conforme citado durante este trabalho, ¢ recomendado a utilizagdo da IDE PyCharm para

a execucdo de testes deste algoritmo.

¥ main v kMpluspluskNN / kmplusplusknn.py /<> Jump to ~ Go to file
e RaphaelSouza Create kmplusplusknn.py ... Latest commit 50fdébf 3 days ago @ History

A 1 contributor

188 lines (156 sloc)  6.03 KB Raw  Blame VAR

import math
import numpy as np
from pandas import DataFrame

1
2
3
4 from sklearn.cluster import KMeans
5 from sklearn.datasets import load_digits
6 from sklearn.model_selection import KFold
7 import datetime as dt

8 import matplotlib.pyplot as plt

9 from sklearn.decomposition import PCA

10

11 from kmeans.k_means import K_Means

12 from kmeans.kmeans import KMeans as kMeansLocal
13

14

15 class kmknn_v3:

16 N=0

17 s=0

18 M=0

19

20 # clusters

21 Cj = None

22 # cluster centers
23 cj =10

24 # radius cluster
25 rj = None

26 rj_sorted_index = None

Os conjuntos de instancias utilizados também foram disponibilizados e encontra-se na
pasta datasets do repositorio, adicionalmente foi disponibilizado neste repositorio
conjuntos de instancias classicos, a fim de, serem utilizados para testes aos que se

interessarem, como exemplo, o conjunto 77is.
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¥ main ~  kMpluspluskNN / datasets /

e RaphaelSouza Used datasets in the experiments

ODOODoODoODOoORFRRFEFEEFEREREDR

DUWWTP
Multiplefeatures
Shuttle

Spambase
Waveform

arcene

gassensors
kmeans

slice

data_iris.csv
data_iris_with_label.csv
iris.data
mineset_25inst.csv
miniset.csv

miniset_label.csv

Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments
Used datasets in the experiments

Used datasets in the experiments

Go to file Add file ~ 000

509397 3 daysago ‘O History

3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago
3 days ago

3 days ago
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