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RESUMO 

O Café tem sido parte crucial na economia brasileira desde os tempos do Brasil Colônia. 

As doenças que assolam o cafeeiro trazem perdas qualitativas e quantitativas aos 

produtores rurais. Devido à extensão espacial das lavouras, custo logístico e 

disponibilidade para a visitação por parte dos técnicos agrícolas, desconhecimento dos 

padrões das doenças por parte dos produtores, muitas vezes o diagnóstico de focos das 

doenças se torna algo dificultoso. Visando estes motivos, neste trabalho, por meio do 

uso de Redes Neurais Artificiais, mais especificamente, com a aplicação de técnicas de 

redes neurais convolucionais e Deep Learning, foram realizados experimentos com o uso 

de uma base de dados de imagens de folhas do cafeeiro, com as doenças 

Cercosporiose, Ferrugem e também folhas saudáveis. Realizaram-se os 

reconhecimentos de padrões destas patologias, diferenciando-as em relação a folhas 

completamente saudáveis. Além dos métodos de Deep Learning, utilizou-se também de 

técnicas de extração de características de textura, por meio de matriz GLCM(Gray Level 

Co-ocurrence Matrix) e LBP(Local binary Pattern) invariante à rotação, para análise 

comparativa entre as técnicas de Deep Learning utilizadas de forma exclusiva e 

classificações com os atributos de textura previamente processados, para texturas por 

modelos estatísticos e por texturas binárias de microrregiões. Os resultados obtidos com 

o Deep Learning  atingiram o índice kappa de 0,970, enquanto que com as técnicas de 

atributos de textura, o índice kappa foi no máximo de 0,840.   

 

 

Palavras-chave: Deep Learning, Redes Neurais, Diagnóstico, Café, Descritores, Textura 



Abstract 

Coffee has been crucial to the Brazilian Economy, since the colonization period. The 

diseases brings, qualitative and quantitative losses to the rural producers. Because of the 

spatial extension of the agricultures, the logistics cost and availability for its visitation by 

the agricultural technicians, deficiency of the disease patterns knowledge by the 

producers, turns difficult the disease focus diagnosis, many times.  Aiming these 

problems, in this work, it was realized experiments, using Artificial Neural Networks, more 

specifically, with the use of convolutional network techniques and Deep Learning. With 

the use of coffee leaf images, in relation to the Cercosporiose, and Ferrugem diseases, 

and healthy leaves, it was realized the pattern recognition of these pathologies, 

differentiating the healthy leaves and diseased leaves. Besides of the Deep Learning 

method, it was used the techniques of texture characteristic extractions, by using GLCM 

(Gray Level Co-ocurrence Matrix), and rotation invariant LBP (Local binary Pattern), as a 

comparative analysis of the pure Deep Learning techniques and the techniques with the 

statistical and microregion binary texture characteristic extration. The results obtained 

using Deep Learning reached the kappa index of 0.970, while  using the texture atribute 

techniques, the highest kappa index obtained was 0.840. 

  

Keywords: Deep Learning, Neural Networks, Diagnosis, Coffee, Descriptors, Texture 
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Capítulo 1 

CAPÍTULO 1 -  INTRODUÇÃO 

Este capítulo refere-se à introdução à Dissertação de Mestrado. Na Seção 1.1, a 

contextualização do domínio de aplicação é apresentada. Na Seção 1.2 são descritas as 

motivações para o trabalho. Na Seção 1.3 é apresentado o objetivo principal deste 

trabalho. Por fim, na Seção 1.4 é detalhada a organização deste documento. 

 

1.1 Contextualização e Descrição do Problema 

O cafeeiro (Coffea sp), popularmente conhecido como café no Brasil, é um 

arbusto da família Rubiaceae. A bebida extraída de seus grãos após processo de 

beneficiamento é consumida no mundo todo e representa uma importante fonte de 

renda da agricultura do Brasil (TAUNAY, 1943). 

A produção do café é de grande importância mundial, conforme documentado 

pela Organização Internacional do Café (International Coffee Organization ï ICO) 

(ICO, 2019). 

Com a expressividade da contribuição financeira associada ao fruto, vem 

também a necessidade da garantia na qualidade da produção. Imensas lavouras 

cafeeiras são ambientes de difícil controle e requerem, cada vez mais,  ajuda por 

meio de técnicas e métodos eficientes.  

Doenças, tais como a Cercosporiose (Cercospora Coffeicola), popularmente 

conhecida como Mancha Olho de Pomba, a Ferrugem causada pelo fungo Hemileia 

vastatrix, a Mancha Phoma (Phoma Costaricensis), Phoma Tarda, Mancha 

Manteigosa causada por Colletotrichum spp, são encontradas nas lavouras e podem 
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ser responsáveis pela perda de grande parte da produção, o que representa prejuízo 

para o produtor.  

Fungicidas, herbicidas, complementos e suplementos vitamínicos, máquinas 

agrícolas, compõem um arsenal importante na busca da qualidade de produção. 

Entretanto, há ainda a possibilidade da inclusão de sistemas computacionais para 

monitoramento de lavouras e melhoramento das técnicas já existentes. Como diz 

Uchôa (2010), o uso de computadores com seus softwares e hardwares, cada vez 

mais potentes, também colaboram para o avanço produtivo e o aumento da 

qualidade nas produções rurais como um todo, especificamente nas lavouras de 

café. 

Áreas da Ciência da Computação, tais como a da visão computacional, 

aprendizado de máquina, reconhecimento de padrões, inteligência artificial, entre 

outras, são munidas de estratégias que podem colaborar efetivamente com a 

identificação da ocorrência de doenças como Ferrugem e Cercosporiose. 

Este documento corresponde à dissertação de mestrado que teve como foco 

a investigação, o desenvolvimento e a implementação de um sistema computacional, 

capaz de identificar a presença de duas das principais doenças foliares cafeeiras, a 

Cercosporiose e a Ferrugem, aplicações ainda não descritas na literatura. 

1.2 Motivação 

No geral, lavouras de café são extensas e de difícil controle. O uso de 

defensivos e de maquinário  demandam  altos investimentos. Com auxílio de 

sistemas computacionais de monitoramento para identificação de enfermidades, o 

trabalho de múltiplas visitas às lavouras pode ser poupado.  

Por meio de uma parceria com o Instituto Federal do sul de Minas 

(IFSULDEMINAS), campus de Muzambinho, uma base de dados de imagens das 

folhas de cafeeiros foi construída e disponibilizada para pesquisas. Tal base de 

dados é composta por registros de folhas em todos os estágios possíveis, ou seja, 

folhas saudáveis, enfermas e em processo de cura.  

Com a disponibilidade desse material, é possível que um sistema 

computacional possa ser desenvolvido e implementado para auxiliar o produtor a 
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diagnosticar um possível foco de doença em sua lavoura e ganhar tempo na 

correção do incidente. 

1.3 Organização do Trabalho 

O restante do texto de Dissertação foi organizado da forma como segue: 

Å No Capítulo 2 o domínio da aplicação selecionada é descrito em 

maiores detalhes. Nele, as duas doenças selecionadas a serem identificadas pelo 

sistema proposto são descritas, e suas características que permitem a identificação 

por meio de software são apresentadas; 

Å O Capítulo 3 é onde se visualizam os materiais e métodos utilizados no 

desenvolvimento deste trabalho. Mais especificamente, apresenta uma revisão 

bibliográfica de diferentes técnicas de extração de características e reconhecimento 

de padrões em imagens digitais. É também caracterizado o banco de imagens a ser 

usado nos experimentos. 

Å No Capítulo 4, os diversos experimentos realizados são apresentados 

e comentados, finalizando-se com a análise dos resultados.  

Å No Capítulo 5, são apresentados as conclusões e trabalhos futuros. 

 



 

Capítulo 2 

CAPÍTULO 2 -  CONCEITUAÇÃO E PESQUISAS 

CORRELATAS  

Este capítulo discute as características que identificam as principais doenças, 

Cercóspora e Ferrugem, na folha do cafeeiro. Também, relaciona trabalhos disponíveis 

na literatura que lidam com o processamento de imagens e o aprendizado de máquina 

na detecção de doenças em plantas.  

2.1 Patologias no Cafeeiro 

Como já introduzido no Capítulo 1, a cultura pode ser acometida por várias 

patologias desde o viveiro, ou seja, fase de incubação da muda de café, até o 

campo, onde o pé de café pode estar em fase de desenvolvimento ou produção. 

Tais doenças contribuem para a quebra na produção e na qualidade do fruto, de 

difícil aceitação no mercado, gerando prejuízo ao produtor (CARVALHO, 2012). A 

seguir as principais doenças do cafeeiro serão descritas. 

2.1.1 Cercosporiose 

A Cercosporiose (Cercospora Coffeicola), popularmente conhecida como 

Mancha olho de pomba, é uma das doenças mais comuns do cafeeiro, responsável 

por perdas de 30% a 50% dependendo do estágio em que for identificada e também 

dos fatores climáticos agravantes (tais como a baixa temperatura, insolação da 

lavoura e alta umidade relativa do ar) (SPAZIANI, 2008).  
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A Cercosporiose é causada por um fungo que comumente ataca as folhas e 

frutos em desenvolvimento dos cafeeiros, e apresenta lesões necróticas 

arredondadas, com coloração castanho claro, ou escuro, e com centro acinzentado 

envolto por um halo de cor amarela. As folhas atacadas caem rapidamente e 

ocasionam a secagem de ramos inteiros, o que implica na redução da produção na 

planta.  

Comumente, a Cercosporiose é causada pela deficiência hídrica, deficiência 

nutricional (formação de mudas em substratos pobres), excesso de insolação e 

quedas de temperatura. Na Figura 1Erro! Fonte de referência não encontrada. é 

possível ver uma folha real de um cafeeiro na qual nota-se a presença da 

Cercosporiose. Observa-se na figura, abaixo do centro equatorial e próxima ao talo, 

a mancha arredondada com centro acinzentado e halo amarelado. 

 

 

 

2.1.2 Ferrugem 

A ferrugem, causada pelo fungo Hemileia vastatrix, é considerada uma das 

mais severas doenças cafeeiras (ZAMBOLIM, 1985), provocando queda das folhas e 

seca dos ramos de forma precoce, prejudicando diretamente a produção da planta 

no ano seguinte. As perdas ocasionadas pela presença da ferrugem são estimadas 

em 35%, no mínimo, a 50% nos piores casos, quando há ocorrência de estiagem 

prolongada. 

 

Figura 1 - Folha de um cafeeiro atacada pela 
Cercosporiose. Nota-se a ocorrência de um halo 

com centro acinzentado que identifica a 
enfermidade 
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Como ilustrada na Figura 2, a doença é caracterizada pelo surgimento de 

manchas (inicialmente pequenas) amareladas na face inferior da folha (imagem à 

esquerda). Posteriormente as manchas podem atingir o tamanho de até 2 cm de 

diâmetro, como pode ser observado na imagem à direita, quando também surgem 

lesões na parte superior da folha (imagem central), o que dá à folha um aspecto 

necrótico. 

2.1.3 Períodos de Incidência de Doenças 

A Tabela 1 - Relação de ocorrência das doenças Cercosporiose e ferrugem 

no cafeeiro com os períodos de chuva., adaptada de (ZAMBOLIM E CHAVES, 

1997), retrata o período anual de maior incidência das doenças Cercosporiose e 

Ferrugem, incluindo o período de incidência de chuva. Nota-se que o surgimento da 

Cercosporiose coincide com o início do período de chuvas. Muito provavelmente 

este período sucede um período de deficiência hídrica, o que propicia o surgimento 

de enfermidade na planta. 

Fonte: Zambolim e Chaves (1997) 

Tabela 1 - Relação de ocorrência das doenças Cercosporiose e ferrugem 
no cafeeiro com os períodos de chuva. 

Figura 2 - Ferrugem. À esquerda, na fase inicial, pequenas manchas são observadas. 
Ao centro, a folha apresenta um aumento considerável de lesões. À direita, as lesões 

afetam a totalidade da folha. 

Relação entre as Fases Fenológicas e as Doenças Cafeeiras 

AGO SET OUT NOV DEZ FEV MARJAN ABR MAI JUN JUL AGO

Ferrugem

Cercosporiose

doenças

Período de chuvas
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Para combater estas doenças do café, geralmente são aplicadas dosagens de 

fungicidas cúpricas, ou seja, de cobertura das folhas, uma técnica eficiente no 

tratamento para solução destes problemas (OLIVEIRA, 2007). No entanto, o uso 

indiscriminado destes produtos químicos causa danos ao meio ambiente e não é 

bem aceito pelos países importadores do grão (CARVALHO, 2012). 

2.2 TRABALHOS CORRELATOS 

O uso de sistemas computacionais em diversas áreas da agricultura  existem 

em aplicações tanto em campo quanto em testes laboratoriais (HONDA, 2013). O 

sensoriamento remoto, por exemplo, é presente nas grandes lavouras de forma 

efetiva e colabora com grande significância para a qualidade da produção, bem 

como várias técnicas que fazem uso de GPS (Global Position System), ou sistemas 

de processamento de imagens e reconhecimento de padrões, que analisam dados 

coletados por sensores a todo instante. 

Empresas focadas em pesquisas científicas para a agropecuária, como a 

Empresa Brasileira de Pesquisa Agropecuária (EMBRAPA) criada em 1973 e que é 

vinculada ao Ministério da Agricultura, criam constantemente novas tecnologias para 

colaborar com o produtor rural de uma forma geral, em nosso país. Como a própria 

empresa descreve, a EMBRAPA tem foco em ñ[...] solu­»es tecnol·gicas de 

natureza física e digital, como softwares, aplicativos, cultivares (sementes e mudas), 

animais, m§quinas, equipamentos, bebidas, fertilizantes, vacinas e outros...ò 

(EMBRAPA, 2017).  

A seguir, os principais trabalhos relacionados ao controle de doenças na 

lavoura cafeeira e classificação de grãos de café são descritos. 

2.2.1 Trabalho de Thamada et Al. 

Um bom exemplo da aplicação de mineração de dados é o trabalho de 

Thamada et al. (2013) que apresenta um sistema de alerta Web para a ferrugem, 

capaz de indicar os momentos oportunos para a aplicação de fungicidas. O sistema 
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incorpora modelos de mineração de dados para predizer se a taxa de progresso da 

ferrugem será maior ou igual a 5 ou 10 pontos percentuais em relação ao mês 

anterior.  

A modelagem faz uso de dados meteorológicos e de cultura para a predição. 

Um alerta positivo ou negativo para a presença de ferrugem no cafeeiro é emitido 

quando a maioria dos modelos "vota" por uma das duas classificações. Caso a 

maioria dos modelos indique um aumento na taxa de progresso superior a um valor 

previamente estipulado, o alerta é positivo; caso contrário, é negativo.  

Ao final do trabalho, os autores concluem que o sistema implementado é 

capaz de realizar predições confiáveis sobre a presença da ferrugem no cafeeiro. 

Colabora de forma efetiva na escolha do melhor momento para fazer a aplicação de 

fungicidas, ou não os aplicar. 

2.2.2 Trabalho de Oyama et Al. 

No trabalho de Oyama et al., (2013) é descrita uma metodologia para 

classificar amostras de grãos de café, por meio de um sistema de visão 

computacional que implementa um classificador por redes neurais artificiais.  

 De acordo com os autores, as amostras são submetidas a três classificações 

distintas, cada uma utilizando descritores de naturezas diferentes: forma, cor e 

textura. Foi considerada a representação matricial da frequência de combinações de 

níveis de cinza que podem ocorrer em uma imagem (GLCM). No total, são 14 

características que podem ser extraídas de uma imagem para representar texturas 

(descritores de Haralick) (HARALICK, 1973). 

Para o processo de classificação e aprendizado, foram consideradas redes 

neurais artificiais do tipo Perceptron Multicamadas e o algoritmo backpropagation, 

com taxa de aprendizagem de 0,1, momento de 0,5 e como critério de parada 5.000 

épocas. Todas as redes seguem a mesma topologia: três camadas (uma de entrada 

com um neurônio para cada elemento de entrada), uma de saída (um neurônio para 

cada uma das classes a serem identificadas), e uma camada oculta.  

As GLCMs foram calculadas com distância 1 e computados os 14 descritores 

de Haralick para cada uma das bandas dos seguintes espaços de cor: RGB, RGB 

normalizado, e CIE-LAB. Para cada uma das bandas uma única GLCM foi 

computada. Cada um dos pixels do grão tem valor de cada pixel variando de 0 a 31. 
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Pixels das bordas (sem vizinhos) foram ignorados. Para a mesma GLCM foram 

utilizados quatro tipos de vizinhança: 0º, 45º, 90º e 135º.  

Os testes de classificação (20 no total) foram conduzidos para cada um dos 

conjuntos de descritores de banda criados, e também, para a união de todos os 

conjuntos de descritores de bandas para um mesmo espaço de cor.  

Os autores concluíram que os resultados de classificação de textura, quando 

são utilizados somente descritores de uma única banda de um espaço de cor, foram 

todos inferiores aos resultados alcançados por aqueles da união dos descritores. A 

textura foi, de fato, a característica com maior poder discriminante no problema 

abordado; sua análise conseguiu a melhor taxa de acerto ï 80,98%. Esse resultado 

é significativamente superior àquele obtido na classificação por cor. 

2.2.3 Trabalho de Souza et Al. 

O trabalho de Souza et al. (2015) corresponde à aplicação de algoritmos de 

mineração de dados no reconhecimento de padrões influentes na ocorrência da 

ferrugem em cafeeiros na região sul de Minas Gerais. Para o processo de 

classificação, foram considerados os seguintes atributos: fenologia, precipitação 

acumulada, precipitação média, umidade média, temperatura média, EVI e 

incidência de ferrugem. Foi realizado um pré-processamento dos dados para a 

limpeza, seleção e discretização dos atributos. 

 Segundo descrevem os autores, os dados são provenientes de coletas 

quinzenais na Fazenda Experimental da EPAMIG de São Sebastião do Paraíso, MG. 

A base de dados compreende dados do período entre  2000 e, 2010. Em cada 

coleta, 4 grupos de plantas foram analisados e uma média das quatro amostras foi 

calculada. Ao todo o conjunto de dados continha 261 amostras. 

Foram gerados modelos utilizando o algoritmo de árvore de decisão J4.8, e a 

rede neural artificial do tipo Perceptron multicamadas. Os experimentos foram 

realizados com auxílio da ferramenta Weka (WEKA, 2014). Os modelos gerados 

foram avaliados por pesquisadores da Empresa de Pesquisa Agropecuária de Minas 

Gerais ï Unidade Regional do Sul de Minas (EPAMIG-URESM), especialistas em 

doenças do cafeeiro.  

Os testes realizados consideraram combinações entre os atributos de 

entrada, a saber: variáveis meteorológicas, fenologia e infestação. Em alguns dos 
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testes, os dados brutos, sem discretização, foram considerados. Nesses casos, 

utilizou-se o filtro do WEKA para classificar os valores das variáveis.  

Os testes foram realizados utilizando apenas variáveis meteorológicas e, 

posteriormente, substituindo as variáveis Precipitação Acumulada, Precipitação 

Média e Umidade pelo EVI (o índice de vegetação). A melhor combinação obtida foi 

com os atributos Fenologia, Precipitação Acumulada, Temperatura Média e Umidade 

Média.  

Os autores concluíram, de acordo com os resultados obtidos, que a 

temperatura foi o atributo que proveu o melhor resultado. Também foi o atributo de 

maior separabilidade. Um valor elevado para a infestação da ferrugem foi 

identificado quando a umidade média do ar possui valores menores ou iguais a 70% 

e a temperatura menor ou igual 17,3oC. Ou seja, baixa temperatura e baixa umidade, 

o que condiz com as condições meteorológicas da região Sul de Minas. No geral, a 

acurácia da árvore construída foi de 60%.  

Ainda como conclusão, os autores afirmam que o índice de vegetação EVI 

pode ser utilizado nos modelos de ocorrência da ferrugem do cafeeiro do Sul de 

Minas Gerais. Sua utilização tornou o modelo mais simples, com melhor taxa de 

acerto. Segundo afirmam os autores, isso é importante pois o EVI, ao contrário das 

variáveis meteorológicas, é um índice facilmente acessível. 

2.2.4 Trabalho de Suhartono et Al. 

Suhartono et al. (2013) desenvolveram um aplicativo inteligente para 

detecção de doenças em plantas, especificamente em cafeeiros. O método usado é 

a lógica nebulosa e árvore de decisão, usando classificação hierárquica. 

Conhecimento sobre o café, seus sintomas e doenças foram convertidos em árvores 

de decisão. 

 

2.2.5 Trabalho de Gutte e Gitte 

No trabalho intitulado "A Survey on Recognition of Plant Disease with Help of 

Algorithm", uma pesquisa sobre reconhecimento de doenças de plantas com ajuda 

de algoritmos, Gutte e Gitte (2016) implementam um método para ajudar no 
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diagnóstico de doenças nas folhas de plantas. A tarefa é realizada em três fases: (1) 

a segmentação da folha, (2) a extração de características e (3) a classificação. O 

trabalho é inspirado, entre outros autores, na pesquisa de Zhou et al.(2013) que 

identifica precocemente a presença da Cercosporiose na folha da cana-de-açúcar. 

Imagens de folhas infectadas são servidas como entrada para o método que 

pré-processa a imagem, usando um filtro de média (para a redução de ruídos). O 

pré-processamento inclui correção de sombras, remoção de artefatos, formatação e 

conversão do RGB para o espaço de cores CIELAB. 

Na fase de segmentação, é carregado o segmento que demonstra a parte 

afetada da folha da planta, por meio do algoritmo de agrupamento K-médias. Depois 

da segmentação, as sombras principais, texturas e cores são identificadas. Por 

último, as características extraídas são usadas para a classificação com a classe de 

algoritmos SVM (Support Vector Machine) e as doenças da planta são identificadas. 

Segundo explicam os autores, o processo de segmentação se refere ao 

processo de agrupar os pixels da imagem que possuem propriedades comuns em 

regiões notáveis. Áreas afetadas da folha da planta apresentam variações de cor, 

textura e forma. Essas características são dominantes para classificação de 

sintomas de doenças. Por isso, cor, textura e forma são consideradas características 

de classificação no trabalho. 

Texturas são extraídas da matriz de coocorrência de níveis de cinza (GLCM). 

Alguns exemplos de medidas que são estimadas por meio da matriz GLCM são a 

entropia, energia, contraste, correlação homogeneidade, momento de diferença 

inversa e segundo momento angular.  

Gutte e Gitte (2016) concluem que cada técnica empregada para a 

classificação apresenta sua limitação. Mas a proposta mostra-se uma boa tentativa 

para identificar doenças específicas para culturas distintas. Será útil para os 

agricultores na tarefa de reconhecer doenças com seus critérios específicos, bem 

como foi possível a criação de um banco de dados grande para aumentar a 

precisão. 
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2.2.6 Trabalho de Mengistu et Al. 

O trabalho de Mengistu et al. (2016) teve foco em folhas cafeeiras da Etiópia, 

para o diagnóstico de doenças, usando técnicas de redes neurais artificiais e 

classificação em k vizinhos mais próximos (k-Nearest Neighbours ï KNN). Em geral, 

o fator de coloração mostrou-se mais representativo que a textura, segundo os 

autores. 

2.2.7 Outros Trabalhos 

Além dos trabalhos descritos, outros trabalhos encontrados na literatura, 

merecem ser mencionados, como os que seguem.  

Kushalappa et al. (1984) desenvolveram dois sistemas de predição para a 

ferrugem que indica o momento oportuno para uso de agroquímicos.  

Pinto et al. (2002) descrevem epidemias da ferrugem do café por meio de 

redes neurais artificiais.  

Sasirekha e Swetha (2015) empregam várias técnicas de mineração de dados 

para a identificação e classificação de variedades de doenças foliares, inclusive 

reconhecimento por imagens.  

Cassol e Agosti (2015) descrevem os passos de um sistema que, baseado 

numa imagem, é capaz de identificar se uma folha de soja hospeda o patógeno 

Phakopsora Pachyrizique, causador da doença ferrugem asiática.  

Entre as áreas da computação que colaboram fortemente com a produção 

rural, o aprendizado de máquina e o processamento digital de imagens são atuantes 

muito lembrados nos trabalhos presentes na literatura.  

Na Tabela 2 - Trabalhos Correlatos descritos nas subseções anteriores são 

apresentados em resumo. Nota-se que vários trabalhos têm sido desenvolvidos no 

Brasil e no exterior para o controle de doenças cafeeiras. 
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Tabela 2 - Trabalhos Correlatos 

2.3 Considerações Finais 

O presente capítulo serviu para a descrição das principais doenças em folhas 

cafeeiras e trabalhos correlatos, relativos à agricultura de precisão com 

sensoriamento remoto, classificação de grãos de café e controle de doenças. No 

capítulo seguinte, serão descritos os fundamentos sobre os materiais e métodos a 

serem utilizados na proposta de projeto de pesquisa.  

 

 

Trabalhos Assunto Principais contribuições 

Thamada 

(2013) 

Sistema de controle de 

ferrugem 

Desenvolvimento de um sistema de controle de ferrugem com aplicação de 

fungicidas de forma controlada 

Souza (2015) Controle de ferrugem Desenvolvimento de um sistema de mineração de dados para controle de 

ferrugem baseado em dados fenológicos e a ocorrência de doença 

Suhartono 

(2013) 

Sistema inteligente para 

detecção de doenças em 

plantas 

Desenvolvimento de método usando lógica nebulosa, árvores de decisão e 

classificação hierárquica, para a detecção de doenças em cafeeiros 

Gutte e Gitte 

(2016) 

Detecção de doenças Baseado em métodos de processamento de imagens, e inspirado na 

detecção precoce de Cercosporiose em lavoura de cana de açúcar 

Mengistu 

(2016) 

Detecção de doenças de 

folhas cafeeiras na Etiópia 

Baseado em métodos de redes neurais e classificação usando k vizinhos 

mais próximos (KNN) 



 

Capítulo 3 

CAPÍTULO 3 -  MATERIAIS E MÉTODOS 

Neste capítulo serão abordados os fundamentos teóricos sobre processamento de 

imagens, reconhecimento de padrões e principalmente de detecção de atributos de 

texturas. Também serão descritos os principais aspectos sobre redes neurais e o banco 

de imagens a ser utilizados na pesquisa. 

3.1 Imagens Digitais 

 Segundo Gonzales et al. (GONZALES; WOODS, 2000), uma imagem pode 

ser deýnida como uma fun­«o bidimensional, f(x, y), em que x e y s«o coordenadas 

espaciais (plano), e a amplitude de f em qualquer par de coordenadas é chamada de 

intensidade ou nível de cinza da imagem nesse ponto. Quando x,y e os valores de 

intensidade de f s«o quantidades ýnitas e discretas, chamamos de imagem digital. 

Figura 3 - Representação imagem 2D 

Fonte: De Queiroz (2006) 
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3.2 Reconhecimento de Padrões em Imagens Digitais 

Tratar de tarefas de reconhecimento, como por exemplo, verificação entre a 

folhagem de um pé de café, uma folha que esteja lesionada, é uma tarefa de nível 

complexo. 

O reconhecimento de padrões, um processo que para nós seres humanos 

parece simples, para os computadores e seus softwares é algo complexo (VON 

ZUBEN, 2003). 

O termo "reconhecimento de padrões" surgiu no início da década de 1960. 

Em 1973 Duda e Hart deram uma melhor definição a este termo, que dizia: 

"Reconhecimento de padrões é um campo interessado no reconhecimento por 

máquinas de regularidades significativas em ambientes ruidosos ou complexos", 

(DUDA, 2000). A seguir, são descritas as etapas previstas num sistema de 

reconhecimento de padrões. 

3.2.1 Etapas de Reconhecimento e Padrões 

O processo de reconhecer alguma característica específica em uma imagem 

consiste basicamente em extrair um conjunto de informações numéricas referentes 

às características pré-estipuladas e que, posteriormente, devem ser encontradas em 

uma outra imagem, através da comparação. 

As características extraídas da imagem, determinadas como padrão, devem 

servir como base sólida, de forma que, efetivamente, o reconhecimento de tais 

aspectos da imagem se realizem em outras imagens. É desejável que esse 

reconhecimento seja independente do tamanho, da orientação de posição e de 

outras variantes possíveis nestas imagens (KHOTANZAD; LU, 1989). 

 

Aquisição da
imagem

Pré-
processamento

Segmentação

Extração de 
características

Classificação Resultado 
 

Figura 4 - Etapas para o reconhecimento de padrões em imagens 
digitais 
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Basicamente existem algumas etapas essenciais no processo de 

reconhecimento de padrões, que podem ser vistas como um tipo de sistema de 

gerenciamento de imagens digitais, vistas na Figura 4. Essas etapas essenciais 

consistem em: Aquisição da imagem, Pré-processamento da imagem, Segmentação 

da imagem, Extração de características da imagem e Classificação. Por meio destas 

etapas, chegar-se-á ao resultado, reconhecendo ou não reconhecendo um padrão 

ou mais padrões, conforme a necessidade previamente definida. A seguir, as etapas 

para o reconhecimento de padrões serão descritas. 

Aquisição da Imagem: Para esta etapa, faz-se necessário, de forma geral, um 

elemento físico, ou seja, possivelmente um hardware que será responsável pela 

captação do espectro de energia, ou seja, um sinal analógico que, após convertido 

em um sinal digital e extraídas suas características matemáticas, dará origem à 

imagem bruta. Por exemplo, os aparelhos de raio X, que por meio de uma dada 

saída de uma fonte de raio X direcionada a uma parte sensível a este tipo de 

espectro, processa este sinal de forma a gerar uma imagem dos tecidos e dos ossos 

(GONZALEZ, 2000). A imagem, após a sua aquisição, é geralmente representada 

bidimensionalmente por meio de matrizes numéricas. 

Pré-processamento da Imagem: Após a aquisição, a imagem se encontra 

numa forma bruta, e para que a mesma possa ser melhor visualizada e para que  

possa ser processada, como por exemplo, em reconhecimento de padrões, faz-se 

necessária a etapa de pré-processamento. Esta etapa tem o intuito de filtrar os 

ruídos, advindos dos espectros de energia captados na fase de aquisição, além de 

corrigir outros erros, como os de distorções geométricas. 

Segmentação de Imagem: Esta pode ser considerada a primeira etapa de 

análise da imagem. A segmentação consiste de técnicas que podem ser aplicadas 

de forma automática ou mesmo de forma manual, onde o usuário controla sua 

execução,  a fim de subdividir uma imagem em suas partes constituintes. Por 

exemplo, por meio do agrupamento de pontos vizinhos com características 

semelhantes, os algoritmos de segmentação de imagem dividem as partes que 

formam uma determinada imagem. Em imagens monocromáticas, por exemplo, a 

divisão entre um objeto de uma imagem e outro pode ser compreendido como a 

mudança dos níveis de cinza entre sua semelhança ou sua descontinuidade 

(GONZALEZ, 2000). 
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Feita a segmentação podemos continuar no processo de reconhecimento de 

padrões, com a etapa de extração de características. 

¶ Extração de Características: Feita a segmentação das bordas, inicia-se 

o processo de reconhecer os objetos, ou mesmo as regiões delineadas da imagem. 

Este novo passo denomina-se extração de características ou extração de atributos. 

Basicamente é feito um levantamento dos conjuntos numéricos que descrevem os 

objetos ou delineações encontradas na imagem e, a partir destes conjuntos, verifica-

se quais deles são de interesse para a aplicação e que, posteriormente, irão 

alimentar o algoritmo que realizará a classificação dos padrões entre a imagem 

inicial e a imagem que será analisada. 

As características extraídas da imagem são armazenadas em um vetor 

chamado vetor de características, e essas informações devem possuir grande parte 

dos dados relevantes sobre as feições de real importância da imagem para sua 

discriminação.  

Uma vez que  tais dados são coesos, o  próximo passo, a classificação, terá 

um alto índice de efetividade em seu funcionamento. 

¶ Classificação: No processo de reconhecimento de padrões este é o 

passo mais importante, aquele que de fato, reconhece, classifica o padrão 

procurado, conforme Figura 5 que, na parte inferior, destaca, em pontilhado, o 

processo de treinamento para o reconhecimento de padrões. Nessa fase, os 

padrões de treinamento são fornecidos à entrada do sistema para que os atributos 

desses padrões sejam extraídos e armazenados, em forma de vetores. Na fase de 

teste, que consiste na parte superior da figura, um padrão de teste é introduzido no 

sistema, para a extração de atributos, que são comparados com os atributos de 

classes já treinadas. Quando os dois vetores de atributos são próximos, 

considerando-se certa tolerância, o padrão de teste é considerado da mesma classe. 

Outra definição de suma importância no processo de classificação é sobre 

qual modelo de classificador será utilizado, sendo os dois principais, os 

classificadores baseados em aprendizagem Não-supervisionada, e os baseados em 

aprendizagem Supervisionada. 

Para a classificação Não-supervisionada, é necessário apenas um conjunto 

de entradas para treinamento. Em geral, os métodos de classificação por 

aprendizagem Não-supervisionada estão ligados a métodos de agrupamento ou 

clusterização. Sendo assim, os padrões são analisados e os grupos com atributos 
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próximos são clusterizados (agrupados) em classes iguais (DUDA, 2000). Um 

exemplo prático desta aplicação é o algoritmo K-Means. 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 5 - Representação do processo de classificação 

Adaptado de: De Queiroz (2006) 

Para a classificação em aprendizagem supervisionada é necessário um 

conjunto de dados, consistindo de pares de elementos: 1) um padrão de treinamento 

e 2) a classe correspondente. A classificação baseada em aprendizagem 

supervisionada se subdivide em duas outras subclasses: os algoritmos paramétricos, 

que são treinados a partir de um alto número de amostragem, onde as classes das 

amostras já são conhecidas a priori; desta forma o algoritmo consegue estimar 

parâmetros estatisticamente de cada classe, para realizar as comparações. Já nos 

algoritmos não parametrizados, todo conhecimento a priori do conjunto de 

treinamento é ignorado, para que não haja interferência destas informações, durante 

a classificação (DUDA, 2000). 

O processo de classificação supervisionada utiliza de seus algoritmos para 

marcar os pixels que, respectivamente, pertencem a uma determinada classe em 

uma imagem, e para isso são seguidos os seguintes passos: 

1 ï Definir quais as classes relevantes a serem segmentadas na imagem; 

2 ï Escolher o pixel mais representativo da imagem de cada uma das classes 

relevantes que foi previamente segmentada; com este conjunto será feito o 

treinamento do algoritmo de reconhecimento; 
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3 ï Usar os conjuntos de treinamento obtidos nos passos anteriores, no 

algoritmo específico que será utilizado na aplicação; 

4 ï Com o classificador já treinado, usá-lo para demarcar/rotular cada pixel, 

de acordo com a sua respectiva característica equivalente a sua classe; 

5 ï Por meio da resposta obtida no passo 4, mapear e devolver o resultado do 

mapeamento das classes (objetos)  

Os resultados deste processo de classificação podem ser demonstrados em 

percentuais de acerto, ou seja, por exemplo, 100% de ocorrência de uma classe em 

uma imagem, ou ainda pode ser demonstrado por meio de uma imagem, o que 

ajuda, por exemplo, em diagnósticos médicos. Esta fase consiste, então, 

basicamente, em encontrar um objeto (classe) em uma que possivelmente terá 

outras várias classes, partindo como pressuposto de um conjunto de informações do 

vetor de características extraído no início do processo de classificação, então a 

problemática está na decisão para qual classe pertence determinado padrão 

encontrado, inclusive devendo haver a possibilidade de rejeição do padrão, caso não 

seja encontrado na imagem (GONZALEZ , 2000). 

3.3 Tipos de Classificadores 

Segundo Lippmann (1989), podemos dividir os classificadores em quatro 

grupos,  baseados na definição das funções discriminantes que precisam das regras 

de decisão, são eles: a) classificadores probabilísticos que assumem que a 

distribuição dos dados no espaço do problema são, a princípio, bem conhecidas 

(caracterizam classes por sua função, densidade de probabilidade no espaço de 

entrada); b) classificadores de hiperplano, que assumem que as funções 

discriminantes usadas são capazes de formar regiões de decisão complexas que 

usam nós para formar hiperplanos, por exemplo, o Perceptron de multicamadas; c) 

classificadores de Kernel, que transforma as entradas em regiões de decisão 

complexas, baseadas nos campos receptivos formados pelos nodos de funções 

kernel; d) por fim, o classificador de exemplares que baseia-se na distância entre os 

padrões de entrada e exemplares, ou exemplos treinados previamente. 
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3.4 Atributos em Imagens Digitais 

Existem algumas características ou atributos, que são de grande importância 

para colaborar no reconhecimento de padrões em imagens. Entre eles, temos os 

Atributos Espectrais, que equivalem diretamente ¨ intensidade de ñbrilhoò de um 

determinado pixel; os Atributos Espaciais, que trazem informações importantes 

sobre a localização e/ou disposição dos pixels em uma imagem; e também o atributo 

da Textura, este termo popular, referente à sensação visual ou do toque em um 

objeto. Matematicamente é representado pela variação e diversidade de tonalidades 

de forma repetitiva e organizadas em uma dada região da imagem. 

Tais características/atributos de uma determinada classe são de grande 

importância em reconhecimento de padrões, agregando valores matemáticos aos 

vetores de características e, com isso, aumentando consideravelmente o  percentual 

de acerto em reconhecimento de padrões. 

3.4.1 Atributos Espectrais 

Um atributo espectral, conforme já descrito, está relacionado ao brilho de 

cada pixel, por exemplo, em uma imagem satelital equivale à quantidade de energia 

que um terreno reflete ou emite (LIBERMAN, 1997). A média de distribuição dos 

níveis de cinza em um objeto ou classe (P) denotados por m (P) é o descritor dos 

atributos espectrais. Tal informação é calculada pela média da somatória de P(i,j ) 

que é uma matriz que representa os níveis de cinza de um pixel de uma classe (P) 

nas posições (i,j) divididos por |P| que equivale ao número de pixels presentes na 

imagem como um todo. 

Para aprimorar este cálculo é adicionada a esta média uma medida de 

dispersão, que colabora para que possamos saber com que grau as individualidades 

se diferem dos valores médios que representam a classe P, e para isto calculam-se 

as variâncias e o desvio padrão para se descobrir a dispersão da média 

(LIBERMAN, 1997). 

Para Cogo (1994), devido aos atributos espectrais serem de maior facilidade 

para quantificação eles são os mais utilizados na classificação de imagens por 

computadores, mas, o uso exclusivo deste atributo, pode causar problemas por não 
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levar em consideração as demais características da imagem, isto quando o uso 

destas informações se fazem necessárias, mas, se por definição as demais 

características não se fazem relevantes, traz-se a vantagem de, por não utilizar na 

totalidade as informações do vetor de características, deixar a execução do 

algoritmo mais leve. 

3.4.2 Atributos Espaciais 

Os atributos espaciais estão diretamente ligados ao posicionamento e 

vizinhança dos pixels e a formas geométricas da imagem. Este atributo pode ser de 

grande valia, principalmente quando somado às características de textura da 

imagem, que trataremos no próximo tópico. 

Para se calcular um atributo espacial, pode-se também utilizar, a exemplo dos 

atributos espectrais, a variância. No entanto, ao invés de se fazer todos os cálculos 

da imagem como um todo, fazemos apenas para um ponto específico, ou melhor 

descrevendo um quadro/janela da imagem. A equação (1) segundo Christmann 

(1978), corresponde ao cálculo da variância de atributos espaciais. 

                             (1) 

Na equação (1), Pij corresponde ao valor do pixel na posição (i,j),  m(P) é a média 

dos valores de pixels na janela considerada e |P| é  o número de pixels da janela. 

3.4.3 Texturas 

Assim como no ñmundo realò o atributo textura tem grande import©ncia e 

determina muitas características a respeito de um objeto. Tal padrão em uma 

imagem corresponde à distribuição de pixels em relação às propriedades de 

tamanho, brilho e cor do pixel e das mesmas características dos pixels em sua 

vizinhança (MARTINS, 2011). O conceito de texturas, quando relacionado 

simplesmente ao significado da palavra, aparentemente é óbvio para nós, pois  

afinal, lidamos desde sempre com as mais diversificadas variações deste parâmetro 

nos objetos de nosso dia a dia, desde nossa concepção. Porém, modelar 
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matematicamente informações sobre texturas, de forma que um algoritmo 

computacional possa reconhecer essas sensações, demanda  um pouco mais de 

trabalho.  

Uma textura, no mundo real, pode ser classificada como artificial ou natural, 

quando uma advém da intervenção do homem e a outra da formação natural, por 

exemplo, pela exposição de um objeto aos efeitos do tempo. 

As texturas podem ser de percepção táctil e/ou visual, dependendo de seus 

relevos, alterações nas direções das formações em sua superfície, ou mesmo 

somente por variações de contraste. Como no mundo real, as texturas em imagens 

computacionais têm relação com relevos, mudanças de direções, luminosidade e 

contraste, no entanto, tais variações estão ligadas ao campo dos pixels e isso 

acontece por conta das variações de iluminação, tons de cinza, direção, distribuição 

e outros fatores destes pontos que formam as imagens. 

Algumas texturas podem apresentar regularidade em seus padrões como é o 

caso da textura da Figura 6 e outras como a da Figura 7, que apresentam padrões 

irregulares. Devido a estas desigualdades e a gama imensurável de padrões 

existentes em texturas, para Jain e Farrokhnia (1990),  torna-se  impossível 

estabelecer um padrão universal para elas. 

 

Figura 6 ï Ilustração de uma Textura 
Regular.  

Fonte: Textura Regular (2018) 
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Para Gonzalez e Woods (2010), as texturas podem ser descritas por meio de 

três abordagens, sendo elas: Estatística, estrutural e a espectral. Também existem 

outros modelos, como, por exemplo, a abordagem de extração de micropadrões em 

vizinhanças de pixels, que como o próprio nome indica, baseia-se em analisar uma 

região de pixels vizinhos extraindo informações sobre a textura. Dessa forma pode-

se categorizar a análise de textura em duas categorias, sendo uma delas a 

abordagem estatística ou estocástica e a outra a abordagem estrutural. 

A abordagem estatística ou estocástica realiza a caracterização das texturas 

em relação às estatísticas das intensidades e posições dos pixels, a exemplo dos 

histogramas de diferença e coocorrência estatística, pesquisada por Haralick et al. 

(1973), Weszka et al. (1976) e Unser (1986). A abordagem estatística ou estocástica 

tem boa aplicabilidade para a caracterização microtexturas estocásticas. 

A segunda categoria geral dos métodos de extração de características de 

texturas consiste na abordagem estrutural. Este modelo se aplica melhor às 

macrotexturas com construções claras, que devem ser descritas por meio de Texels, 

(menor unidade de uma textura que pode ser gravado ou lido por um pipeline), e 

pela descrição de seus inter-relacionamentos (MÄENPÄÄ, 2003). 

Existem ainda outros métodos para a caracterização de texturas, como o 

proposto por Chellappa e Manjunath (2001). Segundo eles, a extração de textura 

deve-se basear no processo de formação da textura, ou mesmo na percepção da 

visão humana sobre texturas. Tais processos formação das texturas podem ser 

descritos, por exemplo, pelo processo Markoviano ou modelos auto-regressivos. 

Figura 7 ï Ilustração de uma 
Textura Irregular 

Fonte: Textura Irregular (2018) 
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As subseções seguintes farão uma breve descrição destas abordagens. 

3.4.4 Abordagem Estatística para Segmentação de Texturas em Imagens 

Digitais 

Os métodos estatísticos de extração de características em imagens digitais 

consistem, de forma geral, em analisar e considerar a distribuição e o 

interacionamento entre os tons de cinza em uma imagem.  

Haralick et al. (1973), propuseram um modelo denominado Matriz de 

Coocorrências, ou no inglês GLCM - (Grey Level Co-Occurrence Matrix). A GLCM é 

um método estatístico que busca realizar a descrição das texturas por meio de 

informações numéricas nelas armazenada. 

O cálculo da GLCM considerando p(i, j; d,ɗ), em uma imagem f, com L n²veis 

de intensidades de cinza, realiza a contagem da quantidade de vezes que os pixels 

de intensidades iguais aparecem em uma determinada janela de distância d na 

dire­«o ɗ, resultando em uma matriz p onde cada elemento de pi,j está diretamente 

relacionado e equivale respectivamente ao número de vezes em que os pares de 

pixels da imagem f com n²veis zi e zj aparecem na posi­«o definida por p e 1Ò i, j Ò 

L. Sendo assim, a GLCM é formada pela relação entre dois pixels sendo um o 

elemento de referência e o outro denominado pixel vizinho, cada um com suas 

respectivas propriedades descritas em i e j, separados pela distância d e calculados 

em detrimento de uma dire­«o ɗ, (GONZALEZ; WOODS, 2010). 

Como exemplo, a imagem da Figura 8, parte esquerda, representa uma 

região qualquer de uma imagem digital com quatro diferentes tonalidades, e a Figura 

8, parte direita, mostra os valores que representam essas tonalidades, sendo 0, a 

tonalidade mais escura e 3, a mais clara. O cálculo da matriz GLCM é feito, e os 

valores são introduzidos numa matriz como a mostrada na Figura 9(a), onde cada 

posição da matriz representa a contagem da ocorrência de par de pixels com valores 

zi e zj, onde zi representa o valor do pixel de referência, e zj representa o valor do 

pixel vizinho. Tal modelo de matriz GLCM, calculada usando L=4 níveis de cinza e 

direção 0º (horizontal da direita para esquerda), com 1 pixel de distância para d, 

aplicada à imagem da Figura 8, resulta na Figura 9 (b) que representa efetivamente 

a sua matriz GLCM. 
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Haralick et al.(1973) propuseram quatorze medidas diferentes que colaboram 

para o cálculo e composição da Matriz GLCM. Estes chamados descritores são os 

valores numéricos que viabilizam o entendimento da informação a respeito das 

características da imagem, em relação a sua textura. Os parâmetros a serem 

calculados estão relacionados à homogeneidade na distribuição de pixels, entropia, 

momento de diferença de ordem, momento inverso de diferença de ordem, variância, 

variância inversa, energia, contraste, correlação, entre outros. A efetividade dos 

parâmetros e dos dados existentes na matriz de coocorrência é proporcional ao tipo 

de textura que se deseja observar nas amostras. 

Em síntese, pode-se dizer que, onde existe uma variação de tons de cinza 

discretizados, sendo tal variação entre as tonalidades ocorridas de forma brusca, ou 

seja, alternando entre preto e branco, por exemplo, sem transições por 

semitonalidades de cinza, ou mesmo grandes oscilações entre variadas tonalidades 

Figura 8 - Representação dos respectivos valores para 
matriz GLCM 

Figura 9 - Matriz GLCM da Figura 8 
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de cinza, pode caracterizar uma alteração de textura do objeto, representada 

naquela imagem digital (HARALICK et al., 1973). 

Assim sendo, uma matriz GLCM, realiza o armazenamento sobre a textura da 

imagem, logo temos uma matriz de frequ°ncias ñPò; que armazena os valores 

relacionados a dois pixels vizinhos, onde o grau da vizinhança, ou seja, a distância 

entre eles ® dada por ñdò, ambos com tons de cinzas relacionados a i, j 

respectivamente (SOH; TSATSOULIS; 1999). 

Supondo p(i,j) a (i,j)-ésima posição da matriz ñPò, normalizada e as m®dias e 

os desvios padrões definidos pelas seguintes equações (2) e (3): 

 

 

 (2) 

 

(3) 

 

Poderemos obter, por meio das fórmulas a seguir, cálculos das seguintes 

propriedades sobre texturas, mostradas na Tabela 3, considerando-se que: 

Å px(i) é a i-ésima entrada na matriz de probabilidade marginal obtida 

pela soma das linhas de p(i,j); 

Å Ng é o número de níveis de cinza distintos na imagem quantizada; 

Å µs, Õy, ůx e ůy s«o as m®dias e o desvio padr«o de ps e py ; 

Å Hs e Hy são as entropias de ps e py ; 

Å Ɇi e Ɇj representam  e respectivamente. 

 

Tais parâmetros não sofrem alterações na transformação das imagens para o 

modelo de escala de níveis cinza, possibilitando a classificação de texturas que, 

provavelmente, seriam imperceptíveis aos olhos humanos e que se tornam mais 

claras, quando transformadas para um modelo de cor monocromático. Por este 

motivo, Haralick et al. definiram estes descritores para efetivar a extração das 

texturas, de acordo com as necessidades das respectivas aplicações (HARALICK et 

al., 1973). 
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Tabela 3 - Medidas de Haralick 

Segundo momento angular, equação 

(4): 

 

(4) 

Contraste, equação (5): 

 

(5) 

Correlação, equação (6): 

 

(6) 

Variância, equação (7): 

 

(7) 

Momento de diferença inversa, 

equação (8): 

 

(8) 

Média da Soma, equação (9): 

 

(9) 

Variância da Soma, equação (10): 

 

(10) 

Entropia da Soma, equação (11): 

 

(11) 

Entropia, equação (12): 

 
 

(12) 
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Variância da Diferença, equação (13): 

 

(13) 

Entropia da Diferença, equação (14): 

 

(14) 

Medida de Informações da Correlação 

(1ª propriedade), equação (15): 

 

 

(15) 

Medida de Informações da Correlação 

(2ª propriedade), equação (16):  

(16) 

Coeficiente de Correlação Máxima, 

equação (17): 

 

(17) 

 

Podemos citar outros modelos estatísticos, como os que se baseiam em 

Campos Aleatórios de Markov - (MRF, Markov random fields), em que, baseando-se 

em um processo estocástico, extrai-se uma amostra da textura da imagem que 

resume suas características relativas à textura (ANDREY et al., 1998). A vantagem 

da utilização de tal método é que, devido a sua metodologia, torna-se mais fácil a 

captura da aspereza e da direcionalidade da textura, além de eliminar a necessidade 

de novas extrações de características da imagem (CHEN et al.,1993). 
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3.4.5 Abordagem de Micropadrões Locais para Segmentação de Texturas 

A abordagem de segmentação de micropadrões de textura local busca 

expressar as alterações relativas das texturas de uma imagem, por meio da 

comparação de uma pequena janela de vizinhanças de pixels. 

Segundo a primeira proposta deste modelo, a ñTexture Unit (TU)ò formalizada 

no artigo de He e Wang (1990), coletando-se a textura de uma vizinhança de 

tamanho 3x3, sendo a menor unidade representativa com a possiblidade de oito 

direcionalidades ao redor de cada pixel, esta estrutura descritiva de um contexto 

espacial de uma imagem é dividida em três níveis, de acordo com o pixel central 

(V0), a exemplo da equação (18). 

 

(18) 

A partir da subimagem da Figura 10 (a), cada pixel da vizinhança (Vi) assume 

o valor de (Ei) 0, 1 ou 2 em detrimento ao valor do mesmo ser menor, igual ou maior 

respectivamente ao valor do pixel central (V0), conforme expressa na Figura 10 (b) 

de expressões representativas de Ei. Na Figura 10 (c) são mostrados os valores 

obtidos de Ei, conforme as expressões descritas, sendo o índice i, da vizinhança, 

variando da esquerda para a direita e de cima para baixo. A matriz de pesos de cada 

índice i é mostrada na Figura 10 (d). Assim, o valor de NTU é obtido ,fazendo a 

soma ponderada dos valores da matriz Ei, Figura 10(c) com os pesos da Figura 

10(d), conforme mostrado na Figura 10(e). Assim é possível extrair para uma janela 

de subimagem o ñmicropadr«oò de textura (VIEIRA,2013). 

Para se obter um padrão global de textura da imagem, deve-se extrair um 

histograma destas unidades, denominado Texture Spectrum (TS) conforme (HE et 

al., 1990). 
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Baseado nesta teoria e prática, Ojala, Pietikäinen e Harwood (1996) 

propuseram um modelo denominado Local Binary Pattern (LBP). 

3.4.5.1 Local Binary Pattern (LBP) 

Em sua primeira implementação, o modelo LBP foi utilizado como um 

complemento para extração de informações a respeito de contraste em uma imagem 

(OJALA et al., 1996). Baseado no TU, o LBP faz uma limiarização binária por meio 

do pixel central, resultando da compara­«o, o valor ñ1ò para todos os pixels que 

tenham valores maiores ou iguais ao (V0); e valor ñ0ò para todos os outros casos. 

Denotado pela equação (19): 

Figura 10 - Texture Unit (TU) 

Fonte: Vieira (2011) 
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(19) 

 

Conforme Figura 11, o LBP para uma vizinhança, Figura 11(a)  é calculado 

por meio da obtenção dos valores Ei, onde é estipulado o valor 1, quando a 

vizinhança Vi for maior ou igual a V0, e valor 0, caso contrário, conforme as 

expressões da Figura 11(b). Na Figura 11(c) são mostrados os valores de Ei obtidos, 

e a Figura 11(d) mostra os respectivos pesos. A soma ponderada entre os valores 

de Ei e os respectivos pesos resultam no valor de NLBP, conforme Figura 11(e). 

Ojala, Pietikäinen e Mäenpää (2002), propuseram uma versão do LBP que 

não sofre alteração em detrimento do processo de rotação, a fim de melhorar o 

método. Nesta implementação,  inicia-se definindo uma textura T, em uma 

vizinhança de pixels em tonalidade de cinza, com uma distribuição conjunta dos 

Figura 11 - Local Binary Patern  

Fonte: Vieira (2013) 
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níveis de cinza dos pixels desta imagem, com P pixels (P > 0), conforme equação 

(20), 

, 

T = t(gc, g0 ī gc, . . . , gP ī1 ī gc),                     (20) 

Onde gc corresponde ao nível de cinza do pixel central da vizinhança e gp (p = 0,..., 

P - 1) corresponde aos níveis de cinza de P pixels igualmente espaçados em uma 

circunferência de raio R (R> 0), formando uma vizinhança circular e simétrica. E 

finalmente esse conjunto de P + 1 pixels é denotado posteriormente por GP onde as 

coordenadas s«o dadas por (xc + R cos(2ˊp / P), yc ī R sen(2ˊp / P)), onde (xc, yc) 

são as coordenadas do pixel central, conforme ilustrado na Figura 12 (MÄENPÄÄ, 

2003). 

O algoritmo LBP tem como uma de suas principais vantagens ser 

consideravelmente mais rápido do que o TU computacionalmente falando e, por 

isso, tem tido uma aplicabilidade efetiva para reconhecimento facial, sensoriamento 

remoto, detecção e rastreamento de objetos, biometria, localização e rastreamento 

de foco do olho, análise vídeo, análise de lesões, entre outras aplicações 

(PIETIKÄINEN, 2011).  

Figura 13 - LBP Invariante a Rotação 

Fonte: MÄENPÄÄ (2003) 

Figura 12 - Local Binary Patern  

Fonte: Vieira (2013) 



45 

 

3.5 Redes Neurais Artificiais 

As RNAôs tiveram sua origem quando matem§ticos como McCulloch e Pitts 

(1943), Hebb (1949), e Rosemblatt (1958) desenvolveram modelos matemáticos que 

simulavam as redes de neurônios biológicos do cérebro. 

McCulloch e Pitts (1943), criaram um modelo matemático que foi considerada 

a primeira estrutura de uma RNA. Esse modelo contava com uma unidade de 

processamento binária que executava operações lógicas. Posteriormente, em 1949, 

Hebb, propôs um trabalho que elucidava sobre o funcionamento das redes neurais 

biológicas, onde  sugeria que os neurônios são como uma rede que  ativa várias 

células ao mesmo tempo e,enquanto alguns desses neurônios se ativam, outros se 

enfraquecem, e este trabalho teve grande influ°ncia no desenvolvimento das RNAôs.  

O neurônio proposto por Rosemblatt é mostrado na Figura 13, com as 

entradas x1, x2, ..., xm e os respectivos pesos w1, w2, ..., wm; com uma entrada de 

polarização, denotado bias, com valor +1 e peso w0 = b; a junção somadora 

representada por S, com a saída u; e uma função de ativação f, que aplicada em u, 

resulta no valor saída dado por y = f(u) .  

Caso esse neurônio tenha apenas duas entradas e os seguintes valores: x1 = 

2; x2 = 4; w1 = 0.4 e w2 = 0.2; sabendo que Ɇ ® a combina­«o linear das entradas, 

incluindo bias, com seus pesos ponderados teremos u = ; esta saída é 

avaliada pela função de ativação f(u) que, normalmente, se Ɇ Ò 0 ® 0 e se Ɇ Ó 0 é 1. 

Desta forma para o conjunto de valores, x1 = 2; x2 = 4; e com as ponderações w1 = 

0.4 e w2 = 0.2, teremos a soma ponderada u= 2*0.4+4*0,2=1,6 e esse valor 

passando por f(u) dará o resultado de saída y = 1. 

bias

 

Figura 14 - Representação do Neurônio Artificial 

Fonte: De Castro (2001) 
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A função de ativação f(u) pode variar de acordo com a aplicação. Cada 

neurônio tem suas características marcadas pela sua entrada bias e pela função de 

ativação, sendo que o mesmo é alimentado por sua camada de entrada.  

Em uma rede neural, onde existe uma ou múltiplas camadas ocultas de 

neur¹nios, as sa²das de f(u) dada a partir dos c§lculos de Ɇ se propagam entre as 

camadas até atingirem a camada de saída, a exemplo de nossas redes neurais 

biológicas. A Figura 14 ilustra graficamente uma RNA com múltiplas camadas, com 3 

neurônios na camada de entrada, 4 neurônios na primeira camada oculta, 4 

neurônios na segunda camada oculta e 2 neurônios na camada de saída (DSA, 

2018). 

Camada
de 

entrada Camada
oculta 1

Camada
oculta 2

Camada
de

saída

 

Figura 15 - RNA multicamadas 

3.5.1 Função de Ativação 

O papel principal da função de ativação é decidir matematicamente se um 

neurônio deve ou não ser ativado, ou seja, se o resultado da saída do neurônio que 

está sendo calculado é uma informação irrelevante para a rede ela é ignorada, caso 

contrário ela é ativada na RNA.  

As função de ativação mais simples é a Binary Step Function (função de 

degrau binário). Esta função de ativação utiliza-se decisão binária simples, onde se u 

esta acima de um valor esperado, o neurônio deve ser ativado. Para todos os outros 

casos, não se ativa o neurônio. Ou seja, f(u) = 1 se u > = 0; f(u) = 0 se u < 0. A 

função de degrau binário funciona apenas para casos que desejamos classificar 
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apenas uma classe e não se adequa bem à pratica, já que de uma forma geral são 

classificadas mais que apenas uma classe. 

Além disso, o gradiente da função binária é igual a 0(zero) e em uma rede de 

retropropagação (backpropagation) este resultado não seria útil, já que neste modelo 

de rede busca-se aprimorar os resultados obtidos por meio da retropropagação da 

rede, atualizando os pesos com base nos erros. 

Existem várias funções de ativação, cada uma com suas especificações 

matemáticas; como por exemplo, a função linear. Esta função resolve o problema do 

gradiente citado na função degrau binário, e também é de simples implementação. A 

função linear consegue separar duas classes e pode ser descrita por f(u) = au. O 

fato de a função ser linear, uma rede constituída desses neurônios pode ser 

considerada equivalente a um único neurônio, resultante da combinação linear de 

todos os seus neurônios. 

Outra função constantemente utilizada é a função sigmoide, representada na 

Figura 15. Esta foge do escopo das funções lineares descritas anteriormente e, por 

este motivo, tem um grau de funcionamento e aplicabilidade melhor. Ela se destaca 

por ser uma função diferenciável, o que permite ser usado no algoritmo de 

treinamento por retroalimentação (HAYKIN, 2007).  

 

 

 

 

 

Figura 16 - Função Sigmoide 
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A função sigmoide é descrita pela equação (21): 

                               (21) 

Outra função com grande destaque é a função de ativação denominada ReLU 

(Rectified Linear Unit), ou unidade linear retificada, descrita pela equação (22): 

f(u) = max (0, u)                               (22) 

Essa função é não linear e, devido a esta característica, a ReLU tem boa 

funcionalidade para algoritmos de retroalimentação. A principal qualidade desta 

função de ativação, Figura 16, é que todas as entradas negativas são convertidas 

em 0(zero) e por isso o neurônio não será ativado. Uma observação relevante é que 

a função ReLU deve ser utilizada apenas na ativação de neurônios das camadas 

ocultas da RNA. 

Uma preocupação com esta função é relativa a gradientes que se deslocam 

em direção a zero, e para isso pode ser utilizada uma função Leaky ReLU, que nada 

mais é  que uma versão melhorada da função ReLU, que define um componente 

matemático para u < 0, logo a função fica com a seguinte notação; f(u) = au, u < 0; 

f(u) = u, u > = 0. Na Figura 21, é ilustrada a função Leaky ReLU com o parâmetro a = 

0,01. 

0 1 2 3-1-2-3

1

2

3

y=0

y=u

y=ReLU

u

 

Figura 17 - Função ReLu 

A função Softmax, que é uma versão aprimorada da função sigmoide, pode 

lidar com a classificação de múltiplas classes, ao contrário da função sigmoide 

clássica que pode classificar apenas duas classes diferentes. Esta função 
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transforma as saídas da classe existente em valores entre 0 e 1 e os divide pela 

soma da saída, aumentando a probabilidade de uma determinada entrada estar em 

uma classe da saída. Esta função é muito utilizada para as camadas de saída do 

classificador, é descrito na equação (23): 

              (23) 

3.5.2 Arquitetura das Redes Neurais 

Outro tema que est§ amplamente relacionado ¨s RNAôs ® o da arquitetura das 

redes. Existem muitos modelos para redes neurais. Entre elas, as Redes Neurais 

Feed-Forward, que são as mais comuns; Redes Recorrentes, onde os neurônios 

interligados têm ciclos e direção para que seus valores calculados sejam passados 

para as demais camadas; redes conectadas simetricamente, que é uma evolução 

das Redes recorrentes e que tem todos os pesos simetricamente calculados para 

todos os ciclos e direções da rede. 

Na rede neural conhecida como Deep Learning. ou Rede Neural Profunda, 

utiliza-se de RNAôs de v§rios modelos, entre elas podemos citar especificamente 

alguns modelos como as arquiteturas: Multilayer Perceptron, Redes Neurais 

Convolucionais; Redes Neurais recorrentes; que são modelos mais clássicos. Além 

de estas novas arquiteturas de RNAôs, terem sido propostas para se adequarem 

melhor à Deep Learning, como por exemplo, Deep Neural Network Capsules, uma 

rede neural lançada no ano de 2017 (SABOUR et al., 2017). 

3.5.2.1 Redes Neurais Convolucionais 

As redes neurais artificiais, por serem amplamente variantes em suas 

arquiteturas e algoritmos, e por terem grande versatilidade em sua aplicação, 

variando de tipos nos mais diversos campos do reconhecimento de padrão, podem 

ser consideradas de um grau elevado de complexidade para conseguir efetividade 

em seus algoritmos de treinamento (BENGIO, 2009).  

Para lidar com essas dificuldades, pesquisadores da área de Machine 

Learning e Inteligência Artificial, no mundo todo, têm trabalhado com as mais 

diversas pesquisas, buscando modelos de redes que possam ser melhor treinadas, 
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e que funcionem de forma generalizada nas diversas áreas, sem a necessidade de 

grandes alterações. Neste processo, um tipo de Rede Neural Profunda  tem-se 

destacado das RNAôs completamente conectadas; as denominadas Redes Neurais 

Convolucionais. Este modelo tem ganhado destaque, principalmente em visão 

computacional (LECUN, 2015). 

As Redes Neurais Convolucionais, ou como também são chamadas as 

ConvNets, são modelos baseados no sistema visual biológico. Os primeiros 

trabalhos com este viés estão relacionados à rede neural convolucional proposta por 

Fukushima (1983), mais especificamente a rede neural Neocognitron, que se inspira 

no córtex visual biológico com organizações hierárquicas, cujos estudos foram 

desenvolvidos por Hubel e Wiesel (1962), sobre o córtex sensorial somático dos 

gatos e dos macacos. Na Figura 18, é possível observar a estrutura hierárquica da 

rede Neocognitron e a sua associação com as áreas do córtex cerebral. 

ÁREA VISUAL
ÁREA DE 

ASSOCIAÇÃO

RETINA NGL SIMPLES COMPLEXAS HIPERCOMPLEXAS
BAIXA ORDEM

HIPERCOMPLEXAS
ALTA ORDEM CÉLULA AVÓ

 

Resumidamente descrevendo, Neocognitron é composta de conexões em 

cascata e estruturada de forma hierárquica, que realizam a extração de padrões em 

etapas. Esta organização é feita por meio de suas células ou camadas, onde cada 

camada Us1, Uc1, de células S e células C, respectivamente, são tipificadas e têm 

sua complexidade relacionada aos dados que elas irão processar (SILVA, 2007). 

Nota-se que as células S se referem às células simples e C, células complexas, 

encontradas no córtex visual. 

Com os constantes avanços na área e a evolução da ideia de se inspirar no 

modelo visual dos seres vivos para se montar sistemas computacionais, mais 

especificamente modelos de redes neurais que fossem cada vez mais efetivos na 

área de visão computacional, os modelos de Redes Neurais Profundas atingiram os 

Figura 18 - Arquitetura Neocognitron 

Fonte: Fukushima (1983) 
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melhores resultados, sendo consideradas o primeiro sucesso de treinamento de 

múltiplas camadas hierárquicas treinadas de forma robusta (FERREIRA, 2017). 

As ConvNets, constituem um grupo de arquiteturas de redes que buscam 

diminuir o número de parâmetros necessários para seu treinamento, sem perder 

efetividade. Isso acontece, pois estes modelos também se utilizam do algoritmo de 

Backpropagation na fase de treinamento. Este algoritmo basicamente consiste em 

dois passos: Um chamado forward, onde o processamento dos dados introduzidos 

nas entradas passa por todas as camadas de forma subsequente e resulta nas 

saídas da rede; e o passo backward, onde calcula-se o gradiente da função de erro 

na camada de saída e reajustam-se os pesos de entrada dos neurônios da rede em 

função desse gradiente, para que ao final de um certo número de épocas, a rede 

seja treinada (RUMELHART; HINTON, 1986). 

Uma rede com boa conceituação entre as arquiteturas convolucionais é a 

rede LeNet. O modelo proposto por Lecun, (1998), foi um dos propulsores da Deep 

Learning além de um dos primeiros modelos de ConvNets. Esta rede tinha como 

proposta reconhecer dígitos, caracteres, tais como códigos postais, entre outros.  

As camadas subsequentes da rede LeNet  possuem funções especificas e 

hierarquicamente definidas, a exemplo do que foi mencionado sobre a rede 

Neocognitron, sendo esta característica uma das principais definições entre as redes 

convolucionais. As principais camadas básicas da LeNet consistem em camadas de 

convolução, camada de pooling e as camadas totalmente conectadas.  

As camadas convolucionais recebem uma entrada e realizam o aprendizado 

sobre os atributos das imagens. Estes atributos, por sua vez, são repassados à 

camada de pooling que reduzem consideravelmente o volume de informações a ela 

passada, tornando a representação invariante aos efeitos de translação da camada 

de convolução. Em seguida, nas camadas totalmente conectadas são feitos os 

cálculos, ponto a ponto, sob uma função de ativação que é posteriormente 

propagada na rede (LECUN,1998), conforme ilustrado na Figura 19. 
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3.5.2.2 Camadas Convolucionais 

As camadas convolucionais recebem como entrada um arranjo também 

denominado volume, que nada mais é  que a representação numérica da entrada a 

ser classificada. 

A partir de um conjunto de filtros que compõem a camada convolucional, os 

mesmos são ajustados automaticamente, para captar as informações de maior 

relevância a respeito do volume de entrada. Cada filtro tem sua dimensão reduzida, 

porém, de forma que se estenda por toda a dimensão da entrada. Por exemplo, em 

uma imagem colorida existem três canais, logo o filtro da primeira camada teria o 

tamanho 5x5x3, correspondente a altura, largura e profundidade respectivamente da 

imagem, e os mesmos se reajustariam de acordo com características de maior 

relevância, como por exemplo, bordas, orientação, ou mudança de cores. Estes 

resultados são otimizados de acordo com padrões previamente classificados 

(ARAUJO, 2017). 

Em um filtro com janela de dimensão 3x3, por exemplo, o mesmo iria 

percorrer toda a imagem, ou seja, todo o volume de entrada. O processo de 

convolução origina-se com o somatório do produto individual de cada ponto do 

volume em relação ao filtro, como podemos observar na Figura 20. 

 

 

 

Fonte: Lecun (1998) 

Figura 19 - Arquitetura LeNet 
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Em geral, após o processo de convolução, aplica-se ao resultado uma função 

de ativação que, na maioria das vezes, é uma função do tipo ReLU. Também 

existem alguns parâmetros que permitem calcular o volume resultante da camada de 

convolução. Observando a Figura 20, pode-se notar que a profundidade do volume 

de saída é igual ao volume do filtro aplicado. Sendo assim, quanto maior o volume 

de filtros, maior será o número de características extraídas (ARAUJO, 2017). 

Nesta etapa, também é aplicada uma operação chamada zero-padding, que 

consiste em preencher com 0(zeros) as bordas do volume de entrada. Após essa 

operação de preencher as bordas com zeros, calcula-se a altura (A) e a largura (L) 

resultante do volume, conforme as equações (24) e (25): 

 

 

(24) 

(25) 

onde, A e L correspondem a altura e largura respectivamente; F é o tamanho 

do filtro; S é equivalente ao valor do passo e P refere-se ao zero-padding (ARAUJO, 

2017). 

 

Figura 20 - Processo de Convolução 
Fonte: Araujo (2017) 
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3.5.2.3 Camadas de Pooling 

O Pooling é um processo de agrupamento de pixels de uma imagem, 

embasado em um filtro de tamanho NxM, a fim de aumentar o desempenho 

quantitativo e qualitativo do processo de reconhecimento da rede neural. 

A LeNet possui uma camada chamada de Pooling, ou uma camada de 

Subsampling, que vem sempre depois de uma camada de convolução. A camada de 

Pooling, tem como função reduzir o volume da saída da convolução ao tamanho 

determinado pela dimensão de um filtro. Ao aplicarmos, por exemplo, o Max Pooling 

de tamanho 2x2 a uma imagem de tamanho 4x4, reduz-se o tamanho da imagem, 

agilizando o processamento da rede, além de tratar problemas de invariâncias locais 

(FERREIRA, 2017), conforme pode ser visto na Figura 21. 
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Figura 21 - Exemplo de Pooling 

Fonte: Ferreira (2017) 

Conforme Goodfellow (2016), a forma mais comum da operação de Pooling, 

consiste na substituição dos valores de uma região pelo valor máximo daquela 

região e por isto esta operação também é conhecida como Max Pooling. Outras 

funções também utilizadas para realizar a operação, são operações como, média, 

média ponderada baseada no pixel central, entre outras, (AGGARWAL , et al; 2001). 

Os resultados da operação de Pooling sobre o volume que vem da camada 

convolucional, em relação a altura e largura após aplicada a redução são calculadas 

pelas seguintes equações (34) e (35). 

 

 

(34) 
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(35) 

 

onde A e L são altura e largura respectivamente; F é o tamanho do 

filtro/janela, S é o passo que está sendo calculado (ARAUJO, 2017). 

Os resultados das operações aplicadas na camada de pooling são 

direcionados no fim, para as camadas totalmente conectadas da rede. 

3.5.2.4 Camadas Totalmente Conectadas 

Após o processo de aquisição de características pelas camadas 

convolucionais e de Pooling, os resultados passam a abastecer uma chamada 

ñCamada Totalmente Conectadaò, que consiste em uma Multlayer Perceptron (MLP), 

em geral utilizando-se da função de ativação SoftMax. 

Uma técnica também aplicada nesta camada é a técnica de dropout, para 

reduzir o tempo de processamento e evitar o overfitting. Esta técnica consiste em 

ignorar aleatoriamente os valores de alguns neurônios e depois reintegrá-los na 

próxima interação, o que além de agilizar processos, conforme já descrito, confere, 

comprovadamente, um aprendizado mais robusto à rede (GOODFELLOW, 2016). 

3.5.2.5 Rede Neural AlexNet 

As redes convolucionais, também conhecidas como ConvNets, após 

passarem por mais de uma década em um período de incubação, têm conquistado 

grandes avanços positivos desde o ano de 2012. Haja vista a quantidade de dados 

disponíveis, aliado ao aumento da capacidade de processamento. As ConvNets 

vieram à tona com grande poder e eficiência, a exemplo da rede neural AlexNet, 

proposta por Krizhevsky, et al., (2012), cuja arquitetura foi a campeã na ILSVRC 

2012 (ImageNet Large Scale Visual Recognition Challenge),  sendo a mesma 

utilizada para classificar base da ImageNet, com mais de 1000 (um mil) categorias 

possíveis. Para Szegedy, (2015), a rede AlexNet, foi considerada um novo marco 

para as redes convolucionais. 

No trabalho de Vargas et al. (2016), a rede AlexLet, demonstrou resultados 

superiores quando comparadas a outras técnicas empregadas à detecção de 
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pedestres. No trabalho de Sousa et al. (2018), por exemplo, destaca-se também a 

efetividade da rede AlexNet no processo de classificação de cultivares de 

guaranazeiros. Concluindo que para o DataSet em questão. a rede mostrou-se 

efetiva e promissora. 

A AlexNet, é uma evolução da rede convolucional LeNet, e tem um ótimo 

desempenho, conforme descrito nos trabalhos citados. A Figura 22 representa a 

arquitetura da AlexNet. A rede AlexNet utiliza a função de ativação ReLU na saída 

de seus neurônios. Esta função, conforme já descrita neste trabalho, é utilizada a fim 

de aumentar a velocidade e desempenho de processamento, em relação à função 

de ativação usualmente conhecida como tangente hiperbólica, Tanh, entre outras 

variações de funções sigmoides. O quesito tempo de treinamento deve ser levado 

em consideração, devido ao grande número de amostras em aplicações de Deep 

Learning, o que mudaria completamente a efetividade no processo de 

reconhecimento final. 

3
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O gráfico da Figura 23 demonstra um teste prático feito por Krizhevsky, et al., 

(2012), para demonstrar uma rede neural convolucional de 4 camadas com ReLU´s 

representada pela linha contínua no gráfico, e a mesma rede com a função de 

ativação Tanh, representada pela linha pontilhada no gráfico, a rede com ativação 

ReLUôs, teve desempenho cerca de seis vezes mais r§pida que a rede Tanh. 

Fonte: Krizhevsky et al.(2012) 

Figura 22 - Arquitetura AlexNet 
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A função ReLU possui uma propriedade que faz com que não seja necessária 

a normalização na entrada para evitar a saturação, sendo que o aprendizado 

acontece em um neurônio, mesmo que somente um valor da entrada do mesmo seja 

positivo. No entanto, a equipe desenvolvedora do projeto, decidiu que sua 

arquitetura teria uma função de normalização local para as atividades  onde i 

representa o Kernel, cuja atividade será computada na posição (x,y) para conseguir 

uma resposta normal generalizada  após a aplicação da função ReLU. 

As camadas de Pooling da AlexNet, como já descrito, fazem o agrupamento 

dos resultados de neurônios vizinhos,  afim de agilizar o processamento da rede. O 

conceito de Pooling utilizado neste modelo de RNA, consiste em uma sobreposição 

de pooling. Sendo assim, o normal é que se tenha uma grade de pixels de espaço 

ñSò representado pela vizinhan­a de tamanho ñZ X Zò (janela), logo S = Z, ou seja, 

ñSò e ñZò s«o do mesmo tamanho, no entanto, na rede AlexNet, tem-se uma 

diferença, pois S < Z, por exemplo, S=2 e Z=3. Tal esquema colabora na redução 

das taxas de erros quando comparado ao esquema tradicional equivalente, além de 

raramente apresentar problemas de overfitting (KRIZHEVSKY et al., 2012). 

De forma geral, a arquitetura original da AlexNet possui os seguintes 

aspectos:  

A rede possui oito camadas com pesos: as cinco primeiras são de 

convolução, e as outras três são totalmente conectadas. A saída da última camada 

Fonte: (KRIZHEVSKY et al., 2012) 

Figura 23 - Diferença entre o uso das funções 
Tahn e ReLu 
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totalmente conectada é dada como entrada para um 1000-way softmax, função de 

ativação já descrita neste trabalho, que produz uma distribuição de mais de mil 

rótulos para as classes. Os grupos de neurônios da segunda, quarta e quinta 

camadas de convolução são conectados aos chamados kernel maps, que são as 

saídas das camadas anteriores. Os neurônios das camadas totalmente conectadas 

são respectivamente conectados aos neurônios da camada anterior. As camadas de 

pooling, recebem informações e seguem as camadas de normalização e também a 

quinta camada de convolução. A função ReLU é aplicada à saída de cada camada 

de convolução e cada camada totalmente conectada. 

A primeira camada de convolução filtra a imagem de entrada de dimensões 

224 x 224 x 3 com 96 kernels de tamanho 11 x 11 x 3 com passos de 4 pixels (essa 

é a distância entre os centros de recepção de neurônios vizinhos no kernel map). A 

segunda camada de convolução recebe como entrada a saída da primeira camada e 

a filtra com 256 kernels de tamanho 5 x 5 x 48. A terceira, quarta e quinta camadas 

de convolução são conectadas uma a outra sem nenhuma camada de pooling ou 

normalização. A terceira camada de convolução possui 384 kernels de tamanho 3 x 

3 x 256 conectados à saída da segunda camada de convolução. A quarta camada 

de convolução possui 384 kernels de tamanho 3 x 3 x 192, e a quinta camada de 

convolução possui 256 kernels de tamanho 3 x 3 x 192. As camadas totalmente 

conectadas possuem 4096 neurônios cada (KRIZHEVSKY, 2012). 

3.6 Descrição da Base de Dados 

A partir de uma ação conjunta com o departamento de agricultura do Instituto 

Federal do Sul de Minas Gerais, campus situado na cidade de Muzambinho-MG, em 

especial, com ajuda da Dra. Roseli dos Reis Goulart, foi desenvolvido um banco de 

dados composto por imagens das folhas do cafeeiro afetado pelas doenças 

Cercosporiose e Ferrugem, em diversos estágios. 

As folhas para composição do banco de imagens foram obtidas nas lavouras 

de café, durante o período de fevereiro a dezembro de 2018 e, posteriormente, 

foram digitalizadas com resolução de 300dpi. Realizou-se, então, a obtenção das 

subimagens, com a parte das lesões, de tamanho 128x128 pixels.  
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A Figura 24, parte esquerda, refere-se à imagem original, onde se destaca a 

área lesionada em vermelho; e no detalhe à direita, mostra-se a subimagem de 

128x128, onde se encontra a lesão. Nesta resolução e tamanho, é possível 

visualizar maiores detalhes das lesões.  

 

A Figura 24, é um exemplo de uma folha de doença de Cercosporiose. Assim 

como é possível visualizar na figura, pode existir mais de uma lesão em uma mesma 

folha. Portanto, para cada uma das folhas selecionadas, foi obtida uma ou mais 

subimagens, uma de cada lesão contida na folha, de tamanhos 128x128 pixels, com 

o uso do software Adobe Photoshop.  

No total, para cada doença, cercosporiose e ferrugem, foram obtidas 700 

subimagens de vários ângulos e parâmetros, para treinamento. Para os testes, 

foram utilizadas 50 subimagens de cada uma das categorias. A Figura 24 mostra um 

exemplo com 20 amostras de subimagens de cada categoria: (a) de cercóspora, (b) 

de ferrugem e (c) de folhas saudáveis. Nos Apêndices A-1 e A-2, respectivamente, 

podem ser vistas todas as 700 subimagens de cercóspora e ferrugem. Para as 

folhas saudáveis, foram utilizadas 550 subimagens para treinamento, conforme 

podem ser vistas no Apêndice A-3. 

 

 

 

 

Figura 24 - Exemplo base de dados 
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3.7 Proposta de Trabalho  

O trabalho de Dissertação de métodos computacionais para a detecção de 

doenças em folhas cafeeiras consistiu em duas etapas: 1) reconhecimento de 

doenças em folhas, usando pré-processamento para obtenção de atributos de 

texturas sobre as imagens de amostras, para posterior uso de um classificador; e 2) 

reconhecimento de doenças em folhas,  usando redes neurais artificiais diretamente 

sobre as imagens de amostras. 

Para a primeira etapa, foram usados os dois tipos de atributos de textura: 1) 

os atributos estatísticos, usando GLCM, e 2) atributos de padrões binários de 

regiões, LBP. Após a obtenção dos vetores de atributos de textura, foi usado um 

classificador para o treinamento e teste. 

Figura 25 - Exemplos de amostras: (a) cercóspora, (b) ferrugem e (c) saudáveis. 
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Para a segunda etapa, foram usadas redes neurais artificiais convolucionais, 

mais especificamente o modelo de Deep Learning conhecido como AlexNet. A 

arquitetura da rede utilizada foi uma variação da configuração original considerada 

ótima. 

3.7.1  Reconhecimento de Doenças usando Texturas 

A Figura 25 mostra o diagrama para o Sistema de Reconhecimento de 

Doenças em folhas cafeeiras usando atributos de texturas, denotado aqui por SRD-

AT. No lado esquerdo encontra-se o conjunto de padrões de imagens para o 

obtenção de atributos de textura. Esses atributos podem ser os obtidos pela matriz 

GLCM e funções estatísticas, ou podem ser os atributos de micropadrão de textura, 

como o LBP. O sistema faz o processamento dos padrões de imagens e constitui um 

banco de atributos que devem ser usados para efeitos de comparação na fase de 

teste. 

Procedimentos 
para obtenção de 

atributos
de

textura

Banco de 
Vetores  de 
atributos
de textura

Imagem de folha
de Cafeeiro

para treinamento

 

Figura 26 - Fase de obtenção de atributos para o SRD-AT. 

A Figura 26 mostra o diagrama do SRD-AT para o teste de reconhecimento. 

Do lado esquerdo, encontra-se o conjunto de imagens de folhas de cafeeiro que 

serão usadas para teste de reconhecimento de doenças. Para cada imagem de 

entrada, o SRD-AT obtém inicialmente o vetor de atributos de textura. Esse vetor de 

atributos é comparado com os vetores de atributos de textura treinados que constam 

no respectivo banco, através de um procedimento de classificação, e o SRD-AT gera 

um resultado que pode ser positivo ou não. 
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Figura 27 - Fase de teste do SRD-AT 

3.7.2 Reconhecimento de Doenças usando Redes Neurais 

O Sistema de Reconhecimento de Doenças (SRD) em folhas cafeeiras 

usando redes neurais, denotado aqui por SRD-RN, constitui-se de duas fases: 

Treinamento e teste. O diagrama da Figura 2, consiste na fase de treinamento. No 

lado esquerdo, o conjunto de padrões de treinamento das doenças a serem tratadas 

é disponibilizado para o treinamento da rede. Esses padrões são aplicados à rede 

neural, um a um, até o término do treinamento da rede. A Figura 28 mostra o SRD-

RN na fase de teste. Do lado esquerdo, encontra-se um conjunto de padrões de 

teste de folhas cafeeiras com doenças ou não, para serem processadas pela rede 

neural, que pode reconhecer ou não a doença. Os padrões de imagens para 

treinamento e os padrões de imagens para teste devem ser diferentes, para verificar 

a capacidade de generalização do sistema. 

Rede neural
Treinamento

Realizado
na rede

Imagens de folha
de 

Cafeeiro
para treinamento

 

Figura 28 - Fase de treinamento do SRD-RN. 
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Resultado
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Figura 29 - Fase de Teste do SRD-RN 

 

3.8 Métodos de Avaliação 

 Nesta seção serão descritos os métodos usados para a avaliação dos 

procedimentos de reconhecimento de doenças. O primeiro método seria o 

Coeficiente Kappa (COHEN, 1960) , que faz comparações do resultado de dois 

classificadores. Os outros métodos são os conhecidos como DSC, erro relativo, 

revocação, precisão e F1-score, que usa o resultado de reconhecimento baseado no 

procedimento desenvolvido e o resultado de reconhecimento por um especialista. 

 

3.8.1 Coeficiente Kappa 

 

Dentre os vários métodos de avaliação, um possível método que pode ser 

usado para a validação do procedimento de reconhecimento de doenças em folhas 

cafeeiras é o coeficiente de concordância Kappa, definido para determinar a 

concordância entre resultados obtidos entre procedimentos. As equações (36) e (37) 

expressa a obtenção do coeficiente Kappa, 

 

       (36) 

onde  

   e                (37) 

em que nii  é a quantidade de casos em que existe concordância de resultados entre 

os dois procedimentos para a classe , existindo  classes de resultados, e  

elementos amostrais de avaliação. A variável  representa a quantidade de 
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elementos amostrais resultante na classe pelo primeiro procedimento e , a 

quantidade de elementos amostrais resultantes na classe  pelo segundo 

procedimento. O significado do coeficiente Kappa pode ser assumido como:  

a) Valor menor que zero  ï insignificante; 

b) Entre 0 e 0,2    ï fraco; 

c) Entre 0,21 e 0,4   ï razoável; 

d) Entre 0,41 e 0,6   ï moderado; 

e) Entre 0,61 e 0,8  ï alto  

f) Entre 0,81 e 1,0  ï excelente 

 

3.8.2 Outros Métodos de Avaliação  

Quando é possível saber a classificação correta pela disponibilidade de um 

especialista, a determinação da precisão de um procedimento automático pode ser 

feita das seguinte forma (ALBUQUERQUE, 2016). 

Inicialmente são obtidos os seguintes valores: VP, FP e FN, verdadeiro 

positivo, falso positivo e falso negativo, respectivamente. Nesse caso, VP significa o 

caso em que os resultados dos dois métodos coincidem; FP significa o caso em que 

a segmentação automática resultou em positiva, porém erroneamente; e FN é o 

caso em que o resultado de segmentação automática foi negativo. 

Considerando esses valores podem ser obtidos os valores denotados como: 

DSC, erro relativo (ER), precisão, revocação e F1-score. 

O valor de DSC é obtido a partir da relação dos valores de verdadeiros 

positivos pela soma dos valores de verdadeiro positivo, falso positivo e falso 

negativo. DSC é uma medida de similaridade na qual seu valor é dado entre zero (0) 

e um (1), dada pela equação (38): 

.      (38). 

       O valor de erro relativo é tratado pela equação (39), e retorna os valores 

que forem classificados com erro considerando uma dada classificação: 

       (39). 
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A medida de precisão retorna a proporção de predições positivas que são 

realmente positivas, pela equação (40): 

      (40). 

A revocação é usada para todos os casos classificados como positivos e são 

realmente positivos por isso também é classificado como taxa de verdadeiro positivo, 

também conhecido como sensibilidade, equação (41): 

                         (41). 

Finalmente, o F1-score é um valor numérico único capaz de resumir o 

desempenho de um sistema. Um valor baixo é apresentado se o valores de precisão 

e revocação forem baixos. É eficaz para a comparação de reconhecimento 

automático e manual, equação (42): 

.     (42). 

3.9 Considerações Finais 

O presente capítulo serviu para a descrição dos materiais e métodos a serem 

utilizados ao longo dos experimentos que serão apresentados no próximo capítulo. 



 

Capítulo 4 

EXPERIMENTOS REALIZADOS E 

RESULTADOS 

Neste capítulo são apresentados os experimentos realizados, os resultados obtidos e 

discussões sobre os mesmos. 

 

 

4.1 Experimentos Realizados para o SRD-AT 

Os experimentos foram realizados, inicialmente, sobre o SRD-AT (Sistema de 

Reconhecimento de Doenças usando Atributos de Texturas).  

Os atributos estatísticos calculados foram: contraste, correlação, energia e 

homogeneidade. Para o cálculo de atributos binários de regiões LBP, foi utilizada a 

abordagem invariante à rotação, conforme descrita na Seção 3.4.5.1. Os atributos 

uniformes referem-se aos casos em que se consideram para as texturas apenas os 

casos em que existe uma única transição de valor de bit na vizinhança do pixel 

central, nesse caso existem apenas 10 classes de textura no cálculo de LBP 

(CHIERICI, 2015).  

O classificador usado é uma rede neural artificial progressiva, proposta para 

reconhecimento de padrões, denotado patternet, disponível para uso junto ao 

software Matlab (PATTERNNET, 2019). Foram realizados os seguintes 

experimentos:  
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Exp1 ï atributos de textura calculados com GLCM, após equalização de 

histograma, para 250 amostras de treinamento e 50 amostras de teste; 

Exp2 ï atributos de micropadrões LBP, invariante à rotação, uniformes, com 

250 amostras de treinamento e 50 amostras de teste; 

Exp3 ï atributos de micropadrões LBP, invariante à rotação, com 250 

amostras de treinamento e 50 amostras de teste; 

Exp4 ï atributos de micropadrões LBP, invariante à rotação, após equalização 

de histograma, com 250 amostras de treinamento e 50 amostras de teste; 

Exp5 ï mistura de atributos estatísticos calculados com GLCM e atributos de 

micropadrões LBP, invariante à rotação, uniformes, com 250 amostras de 

treinamento e 50 amostras de teste; 

Exp6 ï atributos calculados com GLCM, após equalização de histograma, 

para 550 amostras de treinamento e 50 amostras de teste; 

Exp7 ï atributos de micropadrões LBP, invariante à rotação, uniformes, com 

550 amostras de treinamento e 50 amostras de teste; 

  

4.1.1 Experimento 1  

 

Inicialmente, foram analisadas 300 imagens, de dimensões 128x128, em 

formato bmp de 256 cores, de cada uma das categorias propostas para análise, 

obtendo os quatro atributos estatísticos: contraste, correlação, energia e 

homogeneidade. Para a obtenção dos atributos estatísticos, as imagens passaram, 

inicialmente, por equalização de histograma e, posteriormente, pelo cálculo da matriz 

de coocorrência de nível de cinza, GLCM, descrita anteriormente. Os resultados 

obtidos de média e desvio padrão dos atributos estatísticos são resumidos na Tabela 

4. 

 

Tabela 4 - Média e Desvio Padrão dos Atributos Estatísticos por Categoria 

  Com- 

traste 

Corre- 

lação 

Energia Homo- 

geneidade 

Cercóspora Média 6,467 0,380 0,034 0,607 

Desvio Padrão 1,278 0,118 0,015 0,058 

Ferrugem Média 5,409 0,470 0,051 0,632 

Desvio Padrão 2,948 0,270 0,071 0,108 

Saudável Média 4,423 1,077 0,070 0,746 

Desvio Padrão 1,077 0,100 0,025 0,045 
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A Tabela 4 mostra os valores médios e desvio padrão dos atributos 

mencionados para cada uma das categorias de imagens em questão. Nota-se que 

os atributos variam muito dentro de cada categoria, conforme os valores de desvio 

padrão calculados. O atributo contraste tem um desvio padrão de 2,948 para a 

categoria ferrugem, que tem valor médio de 5,409. 

A Figura 29 mostra um gráfico com os valores dos atributos estatísticos, das 

imagens com Cercóspora. Nessa figura é fácil perceber uma grande variação do 

atributo contraste ao longo das imagens. A Figura 30 mostra os mesmos atributos 

estatísticos para as imagens com ferrugem, em que o atributo contraste tem valores 

relativamente pequenos nas amostras iniciais e finais e valores maiores nas 

amostras da parte central da coordenada horizontal. A Figura 31 mostra os mesmos 

atributos para as imagens saudáveis. 
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Figura 30 - Variação dos valores de atributos (contraste, homogeneidade, correlação 
e energia) nas 300 amostras com Cercóspora. 
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Figura 31 - Variação dos valores de atributos( contraste, homogeneidade, correlação 
e energia) nas 300 amostras com Ferrugem. 
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Figura 32 - Variação dos atributos estatísticos( contraste, homogeneidade, 
correlação e energia) na imagens de folhas saudáveis. 



70 

 

Após a obtenção dos valores de atributos estatísticos nas imagens, esses 

valores foram utilizados para o treinamento da rede neural patternnet. Foram 

utilizadas 250 amostras de cada categoria para o treinamento. As 50 amostras 

restantes foram utilizadas para teste e cálculo de medidas de desempenho. Durante 

o treinamento, o sistema de reconhecimento de padrões patternnet obtém os 

seguintes gráficos: 1) entropia cruzada, que é um substitutivo para o erro médio 

quadrático, usado para verificar uma instância de saída da rede, 2) gradiente e 

quantidade de falhas na validação, ao longo das épocas, sendo que a rede para o 

treinamento quando o número de falhas na validação é igual a 6, 3) histograma de 

erro na última época do treinamento, 4) matrizes de confusão, em que são 

mostradas as quantidades de verdadeiros e falsos acertos, e 5) curvas ROC 

(Receiver Operating Characteristic), que mostra o desempenho da rede, em 

verdadeiro positivo, enquanto varia a taxa de falso positivo.  Para a obtenção desses 

gráficos, o sistema patternnet separa as amostras de treinamento em três conjuntos 

denotados: treinamento propriamento dito, validação e teste.  

A Figura 32 refere-se à entropia cruzada; a Figura 33, ao gradiente e 

quantidade de falha na validação; a Figura 34, ao histograma de erro, após o 

treinamento; a Figura 35, às matrizes de confusão, após o treinamento; e a Figura 

36, as curvas ROC após o treinamento. 

treinamento
validação

teste

época

En
tr

o
p
ia

-C
ru

za
d
a

melhor
desempenho

 

Figura 33 - Gráfico de entropia cruzada para o treinamento com atributos estatísticos. 
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No gráfico da Figura 33, a entropia cruzada decresce ao longo do 

treinamento, e mostra o momento em que se encerra o treinamento, para as 524 

amostras de treinamento, 113 amostras de validação e 113 amostras de teste.  
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Figura 34 - Gráfico de gradiente e número de falhas na validação, no treinamento 
com atributos estatísticos. 

 

No gráfico superior da Figura 34, é mostrado o gradiente ao longo do 

treinamento, e no gráfico inferior, a quantidade de falhas usando as amostras de 

validação, ao longo das épocas. Quando a quantidade de falhas atinge o valor seis, 

o treinamento é encerrado. 
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Figura 35 - Gráfico de histograma de erro, após o treinamento com atributos 
estatísticos 

 

O histograma da Figura 35 mostra as ocorrências relativas aos erros, ou seja, 

à diferença entre o valor da classe alvo e a classe de saída, após o treinamento em 

cor azul, usando 524 amostras; usando as 113 amostras de validação, em cor verde; 

usando as 113 amostras de teste, em cor vermelha. 

Para que se possa compreender melhor a correlação entre os resultados, fora 

gerada uma matriz de confusão. Na Figura 36 podemos observar a mesma e os 

resultados obtidos entre as classes. 
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Figura 36 - Matrizes de confusão após o treinamento com atributos estatísticos. 

 

Nos diagramas da Figura 36, os números de 1, 2 e 3, das linhas e colunas, 

representam Cercóspora, Ferrugem e Saudáveis, respectivamente. Os valores em 

cada célula significam as quantidades de ocorrências para uma amostra de uma 

determinada classe (classe alvo), que resultaram na saída em uma classe (classe de 

saída). A matriz superior-esquerda representa os resultados do treinamento após o 

treinamento, com 524 amostras. A matriz superior-direita representa os resultados  

usando as amostras de validação, com 113 amostras. As amostras de validação são 



74 

 

usadas para o ajuste do treinamento, por exemplo, para determinar a parada devido 

ao overfitting. A matriz inferior-esquerda refere-se aos resultados após o treinamento 

usando as amostras de teste, com 113 amostras, e a matriz inferior-direita refere-se 

à soma dos resultados anteriores de treinamento, validação e teste. 
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3 - saudável

Figura 37 - Curva ROC após o treinamento com atributos estatísticos. 

 

 

Os diagramas da Figura 37, de curva ROC,  mostram a variação da taxa de 

verdadeiro positivo, enquanto a taxa de falso positivo aumenta, ambas na faixa de 0 
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a 1, para as três classes de amostras. O diagrama superior-esquerdo refere-se ao 

resultado com as 524 amostras de treinamento. O diagrama superior-direito refere-

se ao resultado usando as 113 amostras de validação, enquanto o diagrama inferior-

esquerdo refere-se ao resultado usando as 113 amostras de teste.  Finalmente, o 

diagrama inferior-direito refere-se à soma dos três resultados anteriores. 

  

4.1.2 Experimento 2  

 

O Experimento 2 refere-se ao uso de padrões binários de textura, uniforme, 

invariante à rotação, LBP, e posterior classificação, usando a rede neural patternet. 

Nesse experimento, inicialmente, foram calculados os valores de LBP para 

126x126 subimagens de tamanho 3x3, das 300 imagens, de dimensões 128x128, 

em formato bmp de 256 cores, de cada uma das categorias propostas para análise. 

O número de 126x126 = 15.876 subimagens é devido à desconsideração das 

subimagens com os pixels centrais nas bordas. Para a obtenção dos atributos 

estatísticos, as imagens passaram inicialmente por equalização de histograma. 

O cálculo de LBP realizado no Experimento 2 levou em conta apenas os 

atributos uniformes para o LBP, calculado com o método invariante à rotação. Com 

essa restrição, foram obtidos 10 valores de LBP, variando de 0 a 9. Esses valores 

foram contabilizados para caracterizar a textura de uma imagem, formando portanto, 

um padrão de entrada com 10 atributos, ou variáveis, para a rede patternnet.  

A Figura 37 mostra um gráfico para os padrões LBP obtidos para as imagens 

com Cercóspora, individualmente, para cada um dos valores de LBP, que varia de 0 

a 9; e a Figura 38, mostra um gráfico onde todos os valores são mostrados 

simultaneamente, para Cercóspora. 
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Figura 38 - Gráficos indicando a variação dos valores de LBP para as 300 amostras 
de imagens com Cercóspora. Cada um dos gráficos é identificado com o valor de 

LBP, de 0 a 9. 
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Figura 39 - Gráfico de todos os valores de LBP, de 0 a 9, para as 300 amostras de 
imagens com Cercóspora 
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A Figura 39 mostra um gráfico para os padrões LBP obtidos para as imagens 

com ferrugem, individualmente, para cada um dos valores de LBP; e a Figura 40, 

mostra um gráfico onde todos os padrões são mostrados simultaneamente. 

imagens (ferrugem) imagens (ferrugem)

LBP = 0 LBP = 1

LBP = 2 LBP = 3

LBP = 4 LBP = 5

LBP = 6
LBP = 7

LBP = 8 LBP = 9

 

Figura 40 - Gráficos de cada um dos valores de LBP para as 300 amostras de 
imagens com Ferrugem. 
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Figura 41 - Gráfico de todos os valores de LBP para as 300 amostras de imagens com 
Ferrugem 
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A Figura 41 mostra um gráfico para os padrões LBP obtidos para as imagens 

de folhas saudáveis, individualmente, para cada um dos valores de LBP; e a Figura 

42, mostra um gráfico onde todos os padrões são mostrados simultaneamente. 

imagens (folhas saudáveis) imagens (folhas saudáveis)

LBP = 0 LBP = 1

LBP = 2 LBP = 3

LBP = 4 LBP = 5

LBP = 6 LBP = 7

LBP = 8

LBP = 9

 

Figura 42 - Gráficos de cada um dos valores de LBP para as 300 amostras de 
imagens de folhas saudáveis. 
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Figura 43 - Gráfico de todos os valores de LBP para as 300 amostras de imagens de 
folhas saudáveis. 
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Após a obtenção dos vetores de atributos de padrões LBP para as 300 

imagens de cada categoria, 250 desses vetores foram utilizados para o treinamento 

da rede neural patternnet. Durante o treinamento do Experimento 2, o sistema de 

reconhecimento de padrões patternnet obteve os mesmos gráficos do Experimento 

1. Esses gráficos estão no Apêndice 2-1. 

 

4.1.3 Experimento 3 

 

O Experimento 3, refere-se ao uso de padrões binários de textura, invariante 

à rotação, LBP, e posterior classificação, usando a rede neural patternet, 

considerando-se todos os casos, uniformes e não-uniformes. Nesse caso o número 

de atributos de textura passa a ser de 36, diferente do caso anterior de atributos LBP 

uniformes, que considera 10 atributos. Esses valores foram contabilizados para 

caracterizar a textura de uma imagem, formando portanto, um padrão de entrada 

com 36 atributos, ou variáveis, para a rede patternnet.  

 

Nesse experimento, como no anterior, foram calculados os valores de LBP 

para 126x126 subimagens, das 300 imagens, de dimensões 128x128, em formato 

bmp de 256 cores, de cada uma das categorias, propostas para análise. Para a 

obtenção dos atributos estatísticos, as imagens passaram inicialmente por 

equalização de histograma. 

 

Após a obtenção dos vetores de atributos de padrões LBP para as 300 

imagens de cada categoria, 250 desses vetores foram utilizados para o treinamento 

da rede neural patternnet. Durante o treinamento do Experimento 3, o sistema de 

reconhecimento de padrões patternnet obteve os mesmos gráficos do experimentos 

anteriores, mostrados no Apêndice 2-2. 

 

4.1.4 Experimentos 4 ï 7 

Os experimentos seguintes foram semelhantes aos anteriores sendo que, no 

Experimento 4, foi realizada a equalização de histograma, antes do cálculo de 

atributos de micropadrões LBP, invariante a rotação, com 250 amostras de 

treinamento e 50 amostras de teste.  
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O Experimento 5, foi realizada a mistura de atributos estatísticos calculados 

com GLCM e atributos de micropadrões LBP, invariante a rotação, uniformes, com 

250 amostras de treinamento e 50 amostras de teste.  

O Experimento 6 é análogo ao Experimento 1, com atributos calculados com 

GLCM, após equalização de histograma, porém, aumentando o número de amostras 

de treinamento para 550 amostras de treinamento e 50 amostras de teste.  

O Experimento 7, é análogo ao Experimento 2, com atributos de 

micropadrões LBP, invariante a rotação, uniformes, porém aumentando o número de 

amostras de treinamento para 550 amostras, e 50 amostras de teste. 

 

4.1.5 Quadro Comparativo para os Experimentos 1 ï 7 

 

Tabela 5, mostra um quadro comparativos dos resultados obtidos nos 7 

experimentos realizados para o SRD-AT.  

 

Tabela 5 - Quadro comparativo dos Experimentos 1-7 sobre SRD-AT 

  Exp 1 

ESTAT 

Exp2 

LBPUN 

Exp3 

LBPNU  

Exp4 

LBPH  

Exp5 

ESTLBP 

Exp6 

ESTAT 

Exp7 

LBPUN 

 Kappa 0,720 0,810 0,840 0,800 0,810 0,180 0,600 

Cercóspora DSC 0,841 0,840 0,871 0,800 0,821 0,035 0,621 

Erro Relat 0,340 0,320 0,260 0,380 0,340 1,100 0,78 

Precisão 0,789 0,840 0,862 0,844 0,866 0,142 0,603 

Revocação 0,900 0,840 0,880 0,760 0,780 0,020 0,640 

F1 1,682 1,680 1,742 1,600 1,642 0,070 1,242 

Ferrugem DSC 0,740 0,843 0,854 0,841 0,854 0,427 0,591 

Erro Relat 0,420 0,320 0,300 0,340 0,300 1,340 0,800 

Precisão 0,967 0,826 0,830 0,789 0,830 0,373 0,604 

Revocação 0,600 0,860 0,880 0,900 0,880 0,500 0,580 

F1 1,481 1,686 1,708 1,682 1,708 0,854 1,183 

Saudável DSC 0,839 0,938 0,958 0,959 0,941 0,666 0,989 

Erro Relat 0,360 0,120 0,080 0,080 0,120 0,840 0,020 

Precisão 0,758 0,958 1,000 0,979 0,923 0,552 1,000 

Revocação 0,940 0,920 0,920 0,940 0,960 0,840 0,980 

F1 1,678 1,877 1,916 1,918 1,882 1,333 1,979 
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A Tabela 5, mostra o cálculo do coeficiente Kappa para todos os 

experimentos, sendo que o melhor valor foi obtido, 0,840, assinalado em negrito, no 

Experimento 3, usando 250 amostras de treinamento e atributos de textura LBP não 

uniforme, considerada de significância alta, segundo a Seção 3.8.1. Ao todo, os 

valores de Kappa foram, forte para os Experimentos 1 e 4, quase perfeita para os 

Experimentos 2, 3 e 5, fraco para o Experimento 6 e moderado para o Experimento 

7. Para os valores de DSC, Erro Relativo, Precisão, Revocação e F1-score, os 

mesmos foram calculados para cada categoria, sendo que os valores variaram para 

cada experimento, sendo que os valores assinalados em negrito são os maiores 

valores, exceto o Erro Relativo, em que foi assinalado o menor valor. Destaca-se o 

Experimento 3, com atributos de textura LBP não uniforme, portanto usando 36 

valores de atributos de textura, o maior número de itens assinalados, 7 itens, na 

coluna respectiva. Destaca-se em seguida o Experimento 7 em que a categoria 

saudável obteve o melhor resultado todos os valores. Destaca-se também que 

aumentando o número de amostras de treinamento o desempenho da rede usando 

atributos de textura estatísticos, Experimento 6, piorou em relação ao Experimento 1, 

de treinamento com menor número de amostras, provavelmente por overfitting. 

 

4.2 Experimentos Realizados para o SRD-RN 

Os experimentos realizados sobre SRD-RN (Sistema de Reconhecimento de 

Doenças usando Redes Neurais) fez uso de técnicas de Deep Learning e Redes 

Neurais Convolucionais. 

 

4.2.1 Experimento 8  

 

Os testes de reconhecimento no Experimento 8, foram feitos com o uso de 

métodos e técnicas de Deep Learning e o classificador utilizado foi baseado na rede 

neural convolucional AlexNet. 

Utilizou-se como plataforma de hardware para execução da aplicação, um 

notebook modelo Envy da HP, com processador IntelÈ CoreÊ i7-6700Q CPU @ 
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2.60HHz; 16GB de memória RAM, 500 GB de HD SSD (solid); Placa GPU NVidia 

GeForce GTX 950M, com, 4GB de memória dedicada barramento 128bit GDDR5, 

768 núcleos CUDA, DirectX 12 API, OpenGL 4.5, barramento PCI-E 3.0.  

A aplicação desenvolvida usando linguagem Python versão 3.5, rodou sobre a 

plataforma do sistema operacional Windows 10 da Microsoft. Além disso foram 

utilizadas as bibliotecas NumPy que suporta vetores e matrizes multidimensionais, 

possuindo uma larga coleção de funções matemáticas para trabalhar com estas 

estruturas; TensorFlow, biblioteca de código aberto para aprendizado de máquina 

aplicável a uma ampla variedade de tarefas, neste caso para as tarefas de 

aprendizado da rede neural. 

Uma vez as plataformas de hardware e software configuradas, iniciou-se o 

processo de codificações por meio da IDE ï IDLE Python 35 versão 64bits.  

A aplicação é dividida basicamente em três módulos, sendo o primeiro o 

gerador de DataSet, ou seja, uma aplicação Python, que lista em um arquivo no 

formato ñtxtò todos os caminhos das imagens que serão inseridas no treinamento da 

rede neural. Na Figura 43 é mostrado o código referente ao módulo gerador do 

Dataset. 

 

 

Figura 44 - Código Gerador de DataSet 
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O segundo módulo consiste propriamente do algoritmo de treinamento. Neste 

módulo, foi desenvolvida uma RNA do tipo AlexNet com duas camadas totalmente 

conectadas de quinhentos e doze neurônios em cada camada, utilizando a função 

de ativação ReLU. As imagens de entrada para a rede mapeadas no arquivo gerado 

pelo primeiro módulo, são 128x128 pixels, salvas no formato de compressão JPG 

utilizando sistema de cores RGB. 

As camadas iniciais da rede contaram com o número de (32) trinta e dois 

filtros convolucionais na primeira camada de tamanho 2 (dois) e 64 (sessenta e 

quatro) na segunda camada de tamanho 2 (dois). Para a camada de saída, a função 

de ativação utilizada foi a Softmax. 

Na camada de saída constam três classes das folhas do cafeeiro. Sendo elas, 

classe 0, Cercóspora; classe 1, Ferrugem e classe 2, Saudáveis. O mapeamento 

das classes é feito também dentro do arquivo Dataset que é passado como 

parâmetro para o treinamento. 

A ConvNet utilizada passa pelo processo de treinamento afim de atualizar os 

pesos e melhorar a precisão. O otimizador usado foi o AdamOptimizer que cria 

variáveis adicionais, chamadas de "slots". A atualização dos parâmetros ficou 

estabelecido na taxa de 0,001. 

Por meio do parâmetro snapshot_step, foi indicado o intervalo de iterações 

onde o valor de acurácia do modelo seria calculado durante o treinamento.  

 

 

Figura 45 - Código de Treinamento 
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Neste arquivo fazemos a chamada de um diretório onde estão armazenadas 

as cinquenta (50) amostras aleatórias de cada uma das doenças, observa-se aqui 

que estas imagens, obviamente são distintas as imagens do treinamento apesar de 

manterem o mesmo tamanho em pixel de 128x128 pixels. Na Figura 45, é possível 

verificar o Código de Teste. 

Figura 46 - Código de Teste 
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Os primeiros testes realizados com a versão inicial obtiveram resultados de 

acurácia de 100% durante o treinamento. No entanto, devido ao nível de amostras 

para o treinamento ser de cem (100) imagens para cada classe, houve um 

underfitting (su2-ajuste), ou seja, a rede se ajustou bem ao conjunto de amostras da 

classe 0 ï Cercóspora, se mostrou ineficaz para prever os resultados da classe 1 ï 

ferrugem e da classe 2 ï saudáveis.  

O problema de underfitting se manteve até que o número de amostras para o 

treinamento fosse maior que quinhentas (500) amostras de imagens de doenças e 

500 das folhas saudáveis.  

Com o número de 550 amostras, sendo o treinamento padronizado para nível 

de cinza, através de funções da biblioteca Python, obteve-se os primeiros resultados 

significativos.  

Para a primeira classe, obteve-se aproximadamente 31 acertos em 50 

amostras de teste, portanto, para doença de Cercóspora o número de acertos foi de 

aproximado 62% verdadeiros positivos, sendo os 19 erros, equivalentes a 38% das 

amostras de teste, apontados para falsos positivos da doença de ferrugem. 

Para a segunda classe, obteve-se 35 acertos de 50, para amostras de 

ferrugem ficando o nível de acerto em 70%, os 15 erros ocorridos, equivalente a 

30% das amostras de entrada, apontaram para falsos positivos da doença de 

Cercóspora. 

Para a terceira classe, de folhas saudáveis obteve-se 50 acertos de 50 

amostras de teste, atingindo uma margem de acerto de 100%.  

Esses resultados estão resumidos na Tabela 6. 

 

Tabela 6 - Quadro de resultados do Experimento 8 

 Verdadeiro positivo 
(VP) 

Falso positivo 
(FP) 

Cercóspora 31 19 - Ferrugem 

Ferrugem 35 15 - Cercóspora 

Saudáveis 50 ----- 

 

4.2.2. Experimento 9 

 

Partindo do Experimento 8, com as mesmas configurações na RNA e a 

mesma quantidade de imagens, foi realizado o teste de treinamento em RGB, ou 
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seja, alterando o parâmetro anterior que convertia as imagens no treinamento para 

escala de cinza, mantendo-as com suas cores originais. 

Com este modelo de treinamento, notou-se que o número de falsos positivos 

no caso da Classe 1 ï Ferrugem, aumentou consideravelmente, passando de quinze 

(15) para vinte e um (21) erros, de falso positivo para cercóspora, ficando com o 

número de 29 acertos. Enquanto isso, o nível de acertos da classe 0 ï Cercóspora, 

subiu em (6) seis acertos, passando de 31 acertos em 50 testes para 37 e tendo um 

número ainda de 13 falsos positivos para a classe ferrugem. Para a classe 2- 

saudáveis manteve-se o mesmo nível de acertos de 50 para 50 testes. A Tabela 7 

mostra os resultados do Experimento 9. 

  

Tabela 7 - Quadro de resultados do Experimento 9 

 Verdadeiro positivo 
(VP) 

Falso positivo 
(FP) 

Cercóspora 37 13 - Ferrugem 

Ferrugem 29 21 - Cercóspora 

Saudáveis 50 ----- 

 

 

4.2.3 Experimento 10 

 

Para o Experimento 10, a fim de melhorar a qualidade do treinamento foram 

inclusas mais (200) duzentas amostras para as classes 0 ï Cercóspora e (200) 

amostras para a classe 1 ï Ferrugem, totalizando (700) amostras para ambas as 

classes 0 e 1. Tendo em vista que a classe 2 ï Saudáveis, atingiu 100% de acerto 

com os dois testes, mantivemos o número de amostras do mesmo em (550) 

amostras. 

Em detrimento do aumento das amostras, foi entendido também que se fazia 

necessário a adição de mais uma camada na ConvNet, totalizando três camadas. 

Foi alterado também o parâmetro relativo ao de número de filtros convolucionais, foi 

alterado de (32) trinta e dois, para (42) quarenta e dois na primeira camada, de (64) 

sessenta e quatro para (74) setenta e quatro na segunda camada e na terceira 

camada adicionada o número de filtros convolucionais foi de (42) quarenta e dois.  
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Também foi alterado o número de neurônios nas camadas totalmente 

conectadas de (512) quinhentos e doze para (812) oitocentos e doze. O número de 

épocas de (10) dez para (20) épocas para o treinamento.  

Neste caso o treinamento foi utilizando a função de nível de cinza ativado, 

convertendo as imagens de entrada para escala de cinza.  

Os resultados obtidos para a classe 0 ï Cercóspora, foi de 40 acertos para 50 

testes, os (10) dez erros apontaram para falsos positivos de ferrugem; para a classe 

1 ï Ferrugem 50 acertos para 50 testes; e para a classe 2- Saudável, 50 acertos em 

50 testes. Os resultados foram alterados positivamente em todos os âmbitos. A 

Tabela 8 mostra os resultados do Experimento 10. 

 

Tabela 8 - Quadro de resultados do Experimento 10 

 Verdadeiro positivo 
(VP) 

Falso positivo 
(FP) 

Cercóspora 40 10 - Ferrugem 

Ferrugem 50 ----- 

Saudáveis 50 ----- 

 

4.2.4 Experimento 11 

 

Neste experimento, manteve-se os mesmos parâmetros do Experimento 10, 

no entanto, o treinamento foi realizado com o padrão de conversão para nível de 

cinza desativado. Neste teste foram obtidos resultados considerados bastante 

satisfatórios. Tendo os seguintes números, para a classe 0 ï Cercóspora, 50 acertos 

de 50 testes; para a classe 1 ï Ferrugem, 47 acertos de 50 testes e 3 erros como 

falso positivo para Cercóspora; por fim para a classe 2 ï Saudável, manteve-se o 

nível de acerto em 50 de 50 testes, conforme Tabela 9. 

 

 

Tabela 9 - Quadro de resultados do Experimento 11 

 Verdadeiro positivo 
(VP) 

Falso positivo 
(FP) 

Cercóspora 50 ---- 

Ferrugem 47 3 ï Cercóspora 

Saudáveis 50 ----- 
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A Tabela 10 resume os cálculos dos coeficientes de Kappa, DSC, Erro 

Relativo, Precisão, Revocação e F1ïscore dos Experimentos 8, 9, 10 e 11. 

 

 

Tabela 10 -  Resultados obtidos nos 4 experimentos com Deep Learning 

  Exp 8 Exp 9 Exp 10 Exp 11 

 Kappa 0,661 0,661  0,895 0,970 

Cercóspora DSC 0,765 0,850 0,888 1,000 

Erro Relativo 0,612 0,351 0,250 0,000 

Precisão 0,620 0,740 0,800 1,000 

Revocação 0,620 0,740 0,800 1,000 

F1 1,530 1,700 1,776 2,000 

Ferrugem DSC 0,823 0,734 1,000 0,969 

Erro Relativo 0,428 0,724 0,000 0,063 

Precisão 0,700 0,580 1,000 0,940 

Revocação 0,700 0,580 1,000 0,940 

F1 1,647 1,468 2,000 1,938 

Saudável DSC 1,000 1,000 1,000 1,000 

Erro Relativo 0,000 0,000 0,000 0,000 

Precisão 1,000 1,000 1,000 1,000 

Revocação 1,000 1,000 1,000 1,000 

F1 2,000 2,000 2,000 2,000 

 

Nota-se na Tabela 10 que o Experimento 11 mostra o melhor resultado para 

todas as categorias. Nota-se também que os índices foram máximos para a 

categoria Saudável, pois todas as amostras de teste foram reconhecidas em todos 

os quatro experimentos. As explicações em relação a esses e outros resultados são 

descritos a seguir. 

 

 

4.3 Análise dos Resultados 

 

Considerando-se os resultados obtidos nos experimentos realizados com o 

SRD-AT e com o SRD-RN, resumidos nas Tabelas 5 e 10, é fácil notar que os o 

SRD-RN teve desempenho melhor, considerando-se o melhor caso de treinamento, 

ou seja, do Experimento 11.  
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Considerando-se o coeficiente Kappa, o SRD-RN obteve resultados altos  

para os Experimentos 8 e 9 e quase perfeitos para os Experimentos 10 e 11. Nota-

se que a descrição do significado dos valores de Kappa foram descritos na Seção 

3.8.1. 

No caso do SRT-AT os experimentos usando 250 amostras para treinamento, 

tiveram resultados melhores de Kappa, sendo forte em dois experimentos e quase 

perfeito em três experimentos. Por outro lado o resultado foi fraco no Experimento 6 

e moderado no Experimento 7, quando foram usados 550 amostras para 

treinamento. 

Uma possível explicação para os resultados obtidos é que apesar das 

doenças de folhas cafeeiras não apresentarem formas definidas, a quantidade 

grande de amostras diversificadas por categoria para treinamento possibilitou que a 

rede Deep Learning conseguisse ter um aprendizado satisfatório. Enquanto isso, a 

rede patternet com vetor de atributos de textura, foi afetado por essa mesma 

diversidade de amostras por categoria, dificultando-se para o treinamento.  

 

4.4 Considerações Finais 

No presente capítulo foram descritos os experimentos realizados, os 

resultados obtidos e análise desses resultados. O capítulo seguinte refere-se às 

conclusões e propostas de trabalhos futuros. 



 

Capítulo 5 

CAPÍTULO 4 -  CONCLUSÕES E TRABALHOS 

FUTUROS 

Neste capítulo serão apresentadas as conclusões sobre o desenvolvimento da 

dissertação e também apresentadas propostas de projetos futuros para continuação do 

trabalho. 

 

Este trabalho buscou, por meio do uso de métodos computacionais, 

reconhecer doenças das folhagens do cafeeiro. Tendo como motivação problemas 

reais enfrentados pelo produtor rural, cooperativas de café e agrônomos no dia a dia 

da lida com a lavoura. 

As três classes evidenciadas para reconhecimento foram, Cercóspora 

Ferrugem e folhas Saudáveis (livres de doenças).  

Por meio do uso de algoritmos computacionais, ligados à área de 

aprendizagem de máquina (Machine Learning) e algoritmos de extração de 

características de textura, foram possíveis índices consideravelmente bons de 

diagnóstico das doenças. 

Para Cercóspora e folhas saudáveis no Experimento 11, utilizando Deep 

Learning, com a rede neural  AlexNet adaptada, houve acerto de 100% das 

cinquenta amostras aleatórias de teste, em ambas as classes. Já para o teste com 

cinquenta amostras de Ferrugem, foi obtido um acerto de cerca de 96%, nos testes 

de reconhecimento. A acurácia da rede neural em treinamento chegou a 99% no 

Experimento 11. 

Por outro lado, com o uso de cálculo de atributos de textura, tanto estatísticos, 

como atributos binários de subimagens de regiões, o resultado do treinamento não 

teve um desempenho esperado. Isso, provavelmente, devido à diversidade de 
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amostras de subimagens por categoria, incluindo nessas subimagens aspectos de 

fundo que não caracterizassem as texturas das doenças consideradas. 

Tendo em vista as aplicações reais deste trabalho, e os níveis de acerto do 

ponto de vista quantitativo, pode-se concluir que a aplicação em Deep Learning  teve 

ótimo desempenho no reconhecimento destas doenças, apesar da falta de padrão 

nos formatos das lesões das amostragens. 

Como desvantagem, o uso da Deep Learning para reconhecimento 

computacional é um tanto quanto custoso do ponto de vista de hardware, causando 

uma dependência de bons equipamentos para rodar as suas aplicações. 

No entanto, pode-se sanar este tipo de problema usando uma aplicação 

remota, cliente/servidor, onde o cafeicultor apenas teria por obrigação ter um 

aplicativo móvel, ou scanner, para o envio das amostras até as suas respectivas 

cooperativas, que por sua vez teriam servidores dedicados a este processamento, 

devolvendo o diagnóstico ao produtor.  

Há uma grande gama desse tipo de aplicações no campo, desde a ampliação 

do diagnóstico de outras doenças de folhas, caule, raiz do cafeeiro e aplicação em 

outras culturas, com doenças das mesmas famílias. Além de servir como coletor de 

informações para futuras aplicações de mineração de dados. 

Contudo, pode-se observar que o trabalho também tem importância 

documental para a comunidade acadêmica. 

5.1Trabalhos Futuros 

Pretende-se, tendo este trabalho como ponto de partida, estendê-lo a outras 

doenças de cafeeiros, e outras culturas. 

Pretende-se, também, desenvolver uma Aplicação Móvel Cliente/Servidor 

assíncrona, do ponto de vista de rede de internet e, ao mesmo tempo, vinculada à 

cooperativa de café à qual o produtor estaria associado, para diagnósticos das 

doenças em suas fases iniciais. Com isso, é possível diminuir os transtornos 

logísticos para casos em que se aplique o diagnóstico das doenças verificadas neste 

trabalho , evitando maiores perdas para os interessados. 
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Com a evolução do software e as aplicações do mesmo em campo, pretende-

se desenvolver um mapeamento dos índices de doenças regionais e estaduais, 

usando as informações obtidas pela aplicação. 

É possível ainda, que se estendam as aplicações do software em versões 

futuras, para realizar estimativas de produção.  
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  Apêndice 1 

BASE DE DADOS DE TREINAMENTO 

A ï 1 Banco de amostras de treinamento de Cercóspora 



 

 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 



 

 

  



 

 

  



 

 

A ï 2 Banco de Amostras de Treinamento de Ferrugem 

  



 

 

  



 

 

  












